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RESUMO

Neste trabalho será apresentada uma investigação
comparativa entre soluções baseadas em Redes Neurais
e modelos Estatísticos, para o problema de previsão de
demanda máxima mensal de energia elétrica. Três
modelos baseados em Redes Neurais são comparados
com o modelo estatístico ARIMA, na previsão de
demanda máxima, numa subestação da Companhia
Hidro Elétrica do São Francisco (CHESF). O primeiro
modelo é o tradicional Multilayer Perceptron (MLP) e
os outros são baseados no Time Delay Neural Network
(TDNN) e no modelo Group Method of Data Handling
(GMDH). Com estes modelos, foram realizadas
previsões para os primeiros, segundos e terceiros
meses subsequentes ao de origem. Os resultados
obtidos mostram que as previsões, baseadas na
abordagem neural, são, em todas as situações, mais
precisas que a baseada no modelo estatístico.

PALAVRAS-CHAVE

Redes Neurais, Previsão de Carga, Séries Temporais.

1.0 – INTRODUÇÃO

O estudo de planejamento da operação dos sistemas
elétricos tem como diretriz básica definir as condições
de operação do sistema, em situação normal e durante
emergências para poder atender, de maneira confiável,
à demanda de energia elétrica, em uma dada região.
Para isso, é de fundamental importância conhecer, com
precisão, a configuração do sistema e a carga a ser
atendida, no horizonte analisado.
O conhecimento dos valores de carga a serem
atendidos em cada ponto de suprimento, possibilita a
elaboração de estudos mais precisos, implicando na

definição de regras e diretrizes de operação que levem
o sistema elétrico a operar em condições mais
confiáveis e seguras. Atualmente, no âmbito do Setor
Elétrico Brasileiro o principal estudo para o
planejamento da operação, no curto prazo, é realizado
adotando-se um horizonte de 2 meses.
O estudo do valor da carga máxima mensal se
caracteriza como um problema de previsão de séries
temporais e, para tratar problemas dessa natureza, têm
sido utilizadas várias técnicas de regressão linear e
também métodos estatísticos, obtendo-se, em alguns
casos, resultados satisfatórios de previsão. Essas
técnicas, entretanto, devido a sua fundamentação
teórica e a algumas aproximações em seus modelos,
apresentam algumas dificuldades em tratar problemas
onde há um forte componente de não linearidade, que é
justamente o caso da previsão de carga. A abordagem
utilizando Redes Neurais tem sido apontada como uma
alternativa a esses métodos, já sendo conhecidos vários
exemplos de trabalhos, onde foram obtidos melhores
resultados no tratamento do problema. Isto pode ser
comprovado no estudo realizado por D.C. Park e
outros [1], onde é apresentada uma redução no erro
médio de previsão de 4,22% para 2,06%. K. Lin e
outros[2] apresentam um estudo comparativo de
técnicas de previsão de carga, demostrando que
abordagens utilizando redes neurais apresentam
resultados superiores a modelos auto-regressivos.
Alireza Khotanzad e outros[3], apresentam um sistema
de previsão de carga baseado em redes neurais,
utilizado em várias empresas dos Estados Unidos e
Canadá, com ótimos resultados.
Neste trabalho será apresentado um estudo
comparativo do desempenho de três modelos de Redes
Neurais, aplicados ao problema de previsão de
demanda máxima mensal de energia elétrica a curto
prazo. Os resultados das investigações realizadas com
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esses modelos, são comparados aos obtidos com o
modelo ARIMA, baseado no método desenvolvido por
Box e Jenkins [4], tradicionalmente utilizado na
solução deste tipo de problema. Para uma avaliação
mais completa dos modelos, foram realizadas previsões
de 1, 2 e 3 meses à frente.
Nos experimentos desenvolvidos, foi escolhido um
ponto de suprimento do sistema da Companhia Hidro
Elétrica do São Francisco (CHESF), basicamente,
devido a sua característica de condições de
atendimento precárias, do ponto de vista da
configuração do sistema de transmissão de energia à
região. Este ponto de suprimento é a subestação de
Natal II, que fornece energia à Região Metropolitana
da capital do estado de Rio Grande do Norte
Nas Seções 2 e 3 é apresentada uma descrição geral do
contexto em que se utiliza os diversos tipos de previsão
de demanda de energia elétrica e, ainda, como foi
realizada a preparação dos dados necessários, para os
experimentos realizados no trabalho. Na Seção 4 será
introduzida a análise estatística, mostrando um resumo
teórico do modelo ARIMA. Na Seção 5 serão descritas
as abordagem e os experimentos realizados, baseados
em redes neurais, utilizando os modelos Multilayer
Perceptron (MLP), o Time Delay Neural Network
(TDNN) e o Group Method of Data Handling
(GMDH). Na Seção 6 será apresentada uma análise
comparativa dos resultados obtidos e, finalmente, as
conclusões do trabalho são apresentadas na Seção 7.

2.0 – PREVISÃO DE DEMANDA DE ENERGIA
ELÉTRICA.

A previsão de demanda mensal de energia elétrica
pode ser realizada dentro de diferentes horizontes de
tempo, de acordo com o objetivo de sua utilização.
Esses horizontes são classificados como previsões de
longo, médio e curto prazos.
Os dois primeiros horizontes de previsão são utilizados
para dimensionar os sistemas de geração e transmissão
de energia. Para esse período ainda são possíveis ações
de aquisição e/ou construção de novos equipamentos,
que poderão ser adicionados ao sistema elétrico, com o
objetivo de atender à carga prevista. Ademais, as
técnicas utilizadas para previsões nesse horizonte,
devem utilizar, principalmente, fatores de crescimento
econômico, políticas governamentais para a região,
planos de expansão de grandes consumidores
industriais e ainda, planejamento de instalação de
novos grandes blocos de carga.
No caso da previsão de curto prazo (até seis meses à
frente), praticamente não existem influências dos
fatores descritos para a previsão de longo prazo. Nesse
caso, as grandes influências são determinadas pelos
valores ocorridos anteriormente ao valor a ser previsto,
em um curto espaço de tempo e, também, em
informações de sazonalidade, além de características

do mês, cujo valor de carga será previsto. Isso foi
comprovado nos resultados obtidos neste trabalho, cujo
horizonte estudado foi de 1 a 3 meses.

3.0 – BASE DE DADOS UTILIZADA

A base de dados utilizada nos estudos foi obtida a
partir da composição de fontes de dados formais da
CHESF, depurados através da experiência de analistas.
A primeira fonte, são as leituras operacionais e,
derivam da anotação manual do operador da
subestação. Devido às características dos
equipamentos de observação e ao processo utilizado,
essa fonte tem uma elevada taxa de erros nos dados
registrados.
A segunda fonte é decorrente do processo de
faturamento da Empresa e, naturalmente, é muito mais
precisa. Tal fonte foi utilizada como base para
formação do banco de dados. Entretanto, para valores
anteriores aos últimos 7 anos, há uma elevada perda de
informações. Nessas situações os dados foram
complementados com as informações das leituras
operacionais.

4.0 – ANÁLISE ESTATÍSTICA.

O modelo Integrado Auto-Regressivo e de Médias
Móveis (ARIMA) desenvolvido por Box e Jenkins[4] é
a ferramenta mais tradicionalmente utilizada para tratar
o problema de previsão de séries temporais.
Este modelo é baseado na equação (1) a seguir:

     Ø(B).Zt = ö(B)�d. Zt =  è0 + è(B) + at     (1)
onde:

q Zt = Z1, Z2, Z3, ... , Zt é uma série temporal
q �d_ é o operador que gera uma série de diferenças

de ordem d.
q Ø(B)=�dö(B)_ é o operador auto regressivo

generalizado de ordem p.
q è(B)_ é o operador de médias móveis de ordem q.
q at _ é o ruído branco, ou seja uma série de

variáveis randômicas, não correlacionadas.

Assim, o processo ARIMA é equivalente a representar
o processo Zt, como saída de um filtro linear, cuja
entrada é um ruído branco at, transformando o processo
Zt, que é altamente dependente e normalmente não
estacionário em uma sequência de variáveis
randômicas não correlacionadas at.
Na equação (1) se o operador auto regressivo é de
ordem p, o processo de diferenças é de ordem d e o
operador de médias móveis é de ordem q, tem-se um
modelo ARIMA de ordem (p,d,q), ou simplesmente
ARIMA(p,d,q).
O ajuste do modelo consiste então em definir os
valores de p, d e q, que melhor representam a série em
análise. Isso é feito, através da análise das funções de
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auto correlação e auto correlação parcial da série e da
série de diferenças de ordem 1,2,..etc.
Raramente quaisquer desses parâmetros assumem
valores superiores a 2. No processo de ajuste do
modelo, é frequente encontrar valores zero ou
unitários, como apropriados para um ou mais desses
coeficientes.
O grau de diferenciação (d) é determinado quando a
função de auto correlação da série Wt= �d. Zt ,
decresce de forma rápida. Como, na prática, seu valor é
normalmente 0, 1 ou 2, é suficiente observar os
primeiros 20 valores da função de auto correlação da
própria série e, se for o caso, de sua série de diferenças
de 1ª e 2ª ordens.
Definido o valor de d, observa-se a aparência global
das funções de auto correlação e auto correlação
parcial da série de diferenças de ordem d, obtendo-se,
dessa forma, uma avaliação quanto à escolha dos
valores de p e q do processo ARIMA. As principais
características dessas funções são tabeladas para alguns
dos principais modelos já estudados. Desse modo,
apesar dos valores possíveis formarem um universo
reduzido, é necessário experiência de análise para
definir os coeficientes, em situações duvidosas.
Ressalta-se que existem técnicas de diagnóstico e
checagem do modelo escolhido que são de grande valia
no processo de análise, que não serão explorados neste
trabalho.
Para o problema em análise, existe um fator adicional,
que é a sazonalidade da série estudada. Para considera-
lo, será utilizado o modelo ARIMA multiplicativo, que
considera a junção de dois modelos com a mesma
forma  já descrita, representado da seguinte forma:

                     ( p,d,q ) x ( P,D,Q )s

onde o fator s representa a sazonalidade e neste caso é
igual a 12, representando o período de 12 meses, de
acordo com as características dos dados utilizados.
Aplicando esta técnica e analisando as funções de auto
correlação e auto correlação parcial, foi definido como
modelo que apresentou melhores resultados para este
problema o ARIMA ( 0,1,1 ) x ( 0,1,1 )12

A figura 1, apresenta os resultados de previsão de 3
meses à frente, para o modelo ajustado comparado com
o valor real, cujos valores estão contidos na tabela 1.
Para a comparação dos modelos foi utilizado o Erro
Médio Absoluto (EMA), calculado de acordo com as
equações apresentadas após a tabela 1.

FIGURA  1

TABELA  1
REAL  PREV  REAL  PREV  REAL

PREV
208.4 207.7 229.0 210.5 251.8 258.6
205.7 209.0 229.0 207.9 251.6 257.2
204.7 209.2 223.6 221.5 250.6 253.7
198.7 206.7 222.5 227.1 262.4 254.0
194.4 201.8 230.0 232.6 263.5 263.8
200.3 206.2 240.8 227.5 263.5 268.5
211.7 207.6 253.8 237.4 265.7 276.2
215.5 206.5 253.8 241.0 266.7 272.0
216.5 208.3 260.3 249.9 257.0 265.4
214.5 216.1 258.1 258.8 260.3 266.7
209.0 216.0 254.9 257.7 267.8 270.1
206.9 217.5 259.0 263.2 268.9 263.4
224.1 214.6 257.1 263.0

              Módulo (Valor Real – Valor Previsto)x100
    EABS =
                                           Valor Real

EMA =  Σn EABS / Número de padrões previstos

Além deste parâmetro, também foram utilizados os
seguintes índices de desempenho de previsão:

– Erro Máximo – maior valor do erro EABS
– Erro Mínimo – menor valor do erro EABS
– Percentual de erros EABS < 2%
– Percentual de erros EABS entre 2 e 5%
– Percentual de erros EABS >5%

Para o modelo ARIMA, o EMA no horizonte de 1,2 e 3
meses foi de 1,40; 2,30; e 2,95%; respectivamente. Na
Seção 6 serão apresentados os resultados obtidos para
os outros índices.

5.0 - REDES NEURAIS

Nesta etapa foram utilizados três modelos de redes
neurais. O primeiro já consagrado e, seguramente o
mais utilizado, dentre todos os modelos conhecidos,
que é o Multilayer Perceptron (MLP) com algoritmo
de aprendizagem backpropagation.. O segundo; que é
mais específico para o tratamento de séries temporais
e, também, para problemas de reconhecimento de

ARIMA - PREVISÃO PARA 3 MESES
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características contidas em padrões de tamanho
elevado, é o Time Delay Neural Network (TDNN).
O último modelo apresentado é o Group Method of
Data Handling (GMDH), que é construído com termos
de polinômios nas ligações entre as camadas e, ainda, é
utilizado um componente genético para decidir quantas
camadas serão construídas no processo de treinamento.
Nos experimentos realizados, utilizou-se conhecimento
sobre os dados, previamente adquiridos através do
modelo ARIMA. Isso se mostrou ser uma das grandes
vantagens da abordagem, baseada em redes neurais,
pois com a utilização dessas informações, foi possível
melhorar o desempenho do modelo.
Foram utilizados dados a partir do ano de 1987,
constituindo um conjunto total de valores formado por
124 padrões, sendo escolhidos os primeiros 84 para a
fase de treinamento e 40 finais, para a fase de testes.
Foram realizados vários experimentos para definir a
janela de observação dos valores anteriores de carga,
para utilizar como entradas da rede neural e, também
para definir a quantidade de camadas escondidas além
do número de unidades de processamento destas
camadas.
Baseado nos resultados dos experimentos, em conjunto
com os resultados das análises obtidas no tratamento
com o modelo ARIMA, foi definida a configuração
com 16 unidades de processamento na camada de
entrada. Duas delas foram utilizadas para os valores de
carga dos últimos 1 mês e 12 meses, outras duas foram
utilizados para representar fatores de sazonalidade dos
meses, tais como estações do ano e, também, outras
características peculiares da região atendida. As outras
12 entradas foram utilizadas para representação binária
do mês cujo valor da carga será previsto.
A janela de observação é coerente com os resultados
obtidos com o modelo ARIMA e foram confirmadas na
fase de treinamento com os modelos neurais, quando
foram realizados experimentos com janelas diferentes,
sem ganhos nos resultados.
Para os modelos de previsão de mais de 1 mês à frente,
baseados em redes neurais, investigou-se duas
configurações. A primeira, utilizando a realimentação
da rede, ou seja, o valor previsto para o mês seguinte é
utilizado como nova entrada para previsão do mês
subsequente e assim por diante. Outra configuração
testada foi a estática, quando que a rede utiliza os
dados atuais, para fazer previsão de 2 ou mais meses à
frente.
Os melhores resultados foram obtidos com a
configuração realimentada, em todos os modelos.

   5.1  Multilayer Perceptron

Foram realizados vários experimentos, para de definir
o número ótimo de unidades de processamento e o
número de camadas escondidas. Os melhores
resultados foram obtidos com duas camadas, utilizando

5 e 2 unidades na primeira e segunda camadas,
respectivamente.
A figura 2 apresenta os resultados de previsão para 3
meses à frente, com o modelo ajustado em comparação
com o valor real ocorrido.

FIGURA  2

TABELA  2
 REAL  PREV  REAL  PREV  REAL  PREV
208.4 205.8 229.0 210.3 251.8 251.6
205.7 203.6 229.0 206.5 251.6 255.8
204.7 203.5 223.6 222.9 250.6 250.9
198.7 204.9 222.5 224.0 262.4 269.5
194.4 199.6 230.0 249.6 263.5 274.4
200.3 225.7 240.8 250.7 263.5 265.9
211.7 226.9 253.8 241.0 265.7 271.5
215.5 213.3 253.8 243.8 266.7 269.3
216.5 213.7 260.3 247.9 257.0 250.6
214.5 219.4 258.1 238.4 260.3 250.9
209.0 200.5 254.9 236.0 267.8 266.6
206.9 200.3 259.0 257.0 268.9 258.1
224.1 216.1 257.1 254.4

A tabela 2 mostra os valores de construção do gráfico.
Para este modelo o EMA, foi de 1,37; 2,25; e 2,66%
para previsões de 1, 2 e 3 meses à frente,
respectivamente. Os resultados obtidos para os outros
índices estão apresentados na seção 6 deste trabalho.

   5.2  Time Delay Neural Network

Este modelo, desenvolvido por Alex Waibel [5], tem o
objetivo de introduzir a componente temporal,
encontrada em alguns problemas, que pode trazer
dificuldades de representação, através de uma
abordagem estática, como o modelo MLP. Esse
modelo trabalha com propriedades dinâmicas,
fornecendo respostas mais adequadas a sinais variantes
no tempo.
O modelo TDNN é uma rede tipo feedforward, cujas
unidades de processamento das camadas intermediárias
e de saída são reproduzidas através do tempo[6]. Para
isso, é introduzida no modelo a variável Time Delay,
que define a estrutura das ligações (pesos) entre as
camadas. Seus valores são ajustados durante a fase de

Previsão Modelo MLP - 3 MESES
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treinamento, levando em conta as informações
dinâmicas dos padrões utilizados nesta fase[7].
Foi utilizado uma rede TDNN, com camada de entrada
formada por uma matriz 2x16, onde o número de
linhas (2), é o número total do comprimento do Time
Delay e representa os dados de 2 meses anteriores.
O número de colunas (16) representa o número de
características de cada unidade de entrada e são as
mesmas utilizadas no modelo MLP.
Os experimentos definiram duas camadas
intermediárias como a melhor configuração para este
modelo.
Um ponto negativo observado, é o tempo de
processamento na fase da aprendizagem, que é longo,
devido ao elevado número de unidades de
processamento nas diversas camadas e, também, ao
algoritmo de atualização dos pesos sinápticos.
A figura 3 apresenta os resultados de previsão obtidos
com o modelo TDNN, para  previsão de 1 mês a frente,
cujos valores estão mostrados na tabela 3.

FIGURA  3
Para este modelo o EMA foi de 1,38%. Como os
resultados foram muito semelhantes aos do modelo
MLP, não foram investigadas, neste trabalho, as
configurações de previsão para 2 e 3 meses à frente.

TABELA  3
 REAL PREV  REAL  PREV  REAL  PREV
205.7 205.0 224.1 212.3 251.8 255.4
207.4 205.6 229.0 226.0 251.6 250.9
208.4 211.2 229.0 229.9 250.6 250.4
205.7 209.0 223.6 229.6 262.4 253.9
204.7 205.8 222.5 223.7 263.5 265.5
198.7 204.7 230.0 228.4 263.5 264.5
194.4 197.7 240.8 237.9 265.7 263.4
200.3 200.0 253.8 244.3 266.7 268.0
211.7 207.9 253.8 254.4 257.0 263.3
215.5 215.6 260.3 257.3 260.3 256.0
216.5 218.6 258.1 256.4 267.8 262.1
214.5 223.5 254.9 255.0 268.9 265.5
209.0 214.2 259.0 256.6
206.9 210.4 257.1 257.8

Para este modelo utilizou-se o simulador Sttutgart
Neural Network Simulator (SNNS) [7].

5.3 Group Method of Data Handling

A idéia deste modelo é construir uma função, por isso
chamada de modelo polinomial, que tenha a
capacidade de fornecer um valor de saída a partir de
determinado número de entradas, o mais próximo
possível do valor real da variável.
O modelo GMDH foi inicialmente desenvolvido por
A.G. Ivakhnenko do Institute of Cibernetics  da
Academia Ucraniana de Ciências, em Kiev [8,9].
Este é um modelo bastante complexo, uma vez que é
formado por muitos parâmetros diferentes e, assim, sua
utilização torna-se exaustiva, não existindo, ainda,
padrões definidos para seus ajustes.
O processo de treinamento é feito através da escolha do
grau máximo dos polinômios utilizados, do número de
combinações destes polinômios e do critério de seleção
dos melhores modelos encontrados.
Um fator importante no treinamento é a definição do
critério de parada. Isso é feito avaliando-se o
desempenho do modelo ajustado a cada passo,
devendo-se parar o processo, no momento em que o
desempenho estiver crescendo menos que o esperado.
A figura 4 apresenta os resultados de previsão obtidos
com o modelo GMDH, para o período de três meses a
frente, cujos valores estão mostrados na tabela 4.

FIGURA  4

TABELA  4
. REAL  PREV  REAL  PREV  REAL  PREV
208.4 205.4 229.0 214.9 251.8 256.1
205.7 207.0 229.0 211.7 251.6 252.2
204.7 207.2 223.6 219.6 250.6 249.1
198.7 203.3 222.5 222.5 262.4 255.1
194.4 200.3 230.0 232.7 263.5 266.3
200.3 208.2 240.8 237.2 263.5 272.3
211.7 210.9 253.8 242.7 265.7 277.9
215.5 211.3 253.8 244.1 266.7 270.2
216.5 211.9 260.3 249.2 257.0 259.5
214.5 218.3 258.1 251.8 260.3 258.6
209.0 214.1 254.9 248.7 267.8 268.5
206.9 212.6 259.0 258.4 268.9 266.8
224.1 215.1 257.1 260.9
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Nesse modelo o EMA foi de 1,16; 1,76; e 2,20% para
previsões de 1,2 e 3 meses à frente, respectivamente.
Na seção a seguir serão apresentados os resultados dos
outros índices para este modelo.

6.0 - ANÁLISE DOS RESULTADOS.

Os resultados obtidos com o modelo ARIMA,
rapidamente atingem uma determinada performance da
qual não se consegue melhorar, mesmo que se utilize
novas informações ou configurações.
Acontece exatamente o contrário nas abordagens
baseadas em redes neurais. Nessa aboradagem, é
possível utilizar novas informações na camada de
entrada, ou mesmo outras configurações da rede, com
o objetivo de melhorar sua performance.
O modelo TDNN, apresenta resultados similares ao
modelo MLP e ambos apresentam melhor desempenho
que o modelo estatístico.
O modelo GMDH apresenta os melhores resultados
entre os quatro, tomando-se por base o erro médio, o
erro máximo e  o número de padrões de teste com erro
de previsão menor que 2% e menor que 5%.
A tabela 5, resume os resultados obtidos nas fases de
teste dos modelos já descritos no trabalho.

TABELA  5
Distribuição Percentual

dos Erros

Mode
lo

Erro
Médio
Abs.

  ( % )

Erro
Max
( %)

Erro
Min
(% )

< 2%
Entre 2
e 5% >

5%

ARIM
A
1

MÊS

1,40 7,0 0,02 75,0 22,5 2,5

ARIM
A
2

MESE
S

2,30 8,9 0,16 51,3 41,0 7,7

ARIM
A
3

MESE
S

2,95 9,2 0,13 34,2 50,0 15,8

MLP
1

MÊS

1,37 5,3 0,04 77,5 20,0 2,5

MLP
2

MESE
S

2,25 6,8 0,10 56,4 35,9 7,7

MLP
3

MESE
S

2,66 8,4 0,09 52,6 29,0 18,4

GMD
H
1

MÊS

1,16 5,1 0,02 82,5 15,0 2,5

GMD
H

1,76 6,6 0,13 71,8 23,1 5,1

2
MESE

S
GMD

H
3

MESE
S

2,20 7,6 0,02 55,3 39,4 5,3

TDN
N
1

MÊS

1,38 5,4 0,04 72,5 22,5 5,0

Pode-se observar o melhor desempenho obtido com o
modelo GMDH, principalmente quanto ao número de
erros de previsão acima de 5%, que é da ordem de um
terço do número obtido com os outros modelos, no
caso da previsão de 3 meses à frente. Isso, por outro
lado reflete-se no aumento significativo do número de
padrões com erro inferior a 2%, no modelo GMDH,
que é quase o dobro do número obtido com o modelo
ARIMA, e cerca de uma vez e meia o número do
modelo MLP, também na previsão de 3 meses à frente.

7.0 – CONCLUSÕES

Neste trabalho foram aplicados quatro modelos para
resolver um problema de previsão de séries temporais,
três baseados em redes neurais (MLP,TDNN,GMDH)
e o quarto baseado no modelo estatístico ARIMA.
Esses modelos foram aplicados a um conjunto de
dados real e os resultados obtidos demonstraram que os
modelos baseados em redes neurais, apresentaram
melhor desempenho que o modelo estatístico.
Observou-se, ainda, que, entre os modelos neurais, o
modelo GMDH apresenta melhor desempenho para
quaisquer dos horizontes de previsão estudados.
Como continuação do trabalho, vislumbra-se o
desenvolvimento de um modelo combinador, que
utilize como entrada os resultados dos quatro modelos
de previsão. Com isso espera-se obter um modelo de
previsão mais robusto.
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