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O presente trabalho tem por objetivo mostrar a importância de métodos de mineração de textos (text mining) para auxiliar o atendimento aos grandes clientes viabilizando nova estratégia segmentação de pedidos. Para exemplificar efetuou-se a análise dos e-mails corporativos da  Light SA. Foi utilizado um algoritmo de clustering particional aliado a um índice estatístico amplamente utilizado para a estimativa do número de clusters, ambos implementados de forma integrada ao banco de dados Microsoft SQL Server 2005. Parte fundamental do processo é o tratamento destes textos, a fim de garantir a qualidade dos dados passados para as etapas posteriores. Este estágio é constituido da identificação do termo dentro do texto, da sua significância, sua natureza semântica e da ponderação deste termo em relação aos demais. Todos os processos significativos são detalhados neste trabalho.
1. Introdução

Originalmente, o marketing foi concebido como ramo de aplicações econômicas, para estudar os canais de distribuição de produtos. Posteriormente, tornou-se uma disciplina de gestão dedicada a incrementar as vendas. Mais tarde, passou a ser considerado como ciência aplicada ao estudo do comportamento do cliente, a fim de entender o processo de compra e venda envolvido no marketing de produtos e serviços. Devido à concorrência e sofisticação do cliente, o conceito do marketing evoluiu para uma orientação no sentido de satisfazer às necessidades do cliente. Sob este conceito do marketing, oposto à orientação tradicional para vendas, o produto é uma variável a ser realizada e modificada em resposta às mudanças nas exigências do cliente. Assim sendo, as novas empresas, as marcadas pelos novos ventos da economia globalizada, se vêem obrigadas a mudar seu comportamento perante os novos e exigentes consumidores.

Por ser um meio conveniente de armazenamento, os textos contem uma significativa quantidade de informação. De fato, algo em torno de 85% de toda a informação encontrada nas empresas é exclusivamente armazenada em algum tipo de dado não-estruturado1. Estes dados podem vir de diversas fontes tais como livros, publicações em geral, e-mails, blogs, listas de discussão e fóruns na web, dentre muitas outras.
O grande desafio de se trabalhar com este tipo de dado, os textos, está justamente na falta de uma estruturação, o que impossibilita a criação de analisadores sintáticos para obtenção das informações. Muitas vezes os textos encontram-se em formatos que possuem estruturas e podem ser lidos com muita facilidade (XML e RSS, HTML ou XHTML, CSV, etc.), contudo os dados (os textos em si) continuam não-estruturados, e na maioria dos casos, sem revisão gramatical. Por esta razão, é de grande valia um pré-processamento (tratamento ou preparação do dado) adequado para que se garanta passar os dados da melhor forma possível aos algoritmos de text mining propriamente ditos, que executarão a tarefa de descoberta de conhecimento.
É intuitivo e desejável que a tarefa de descoberta de conhecimento, ou a tarefa de data mining esteja integrada aos dados em que ela será aplicada. Para tanto, existem bancos de dados, como o Microsoft SQL Server 2005, que permitem a implementação de plugins específicos. Na presente aplicação esta característica do SQL Server foi utilizada. Desta maneira, foi construido um plugin próprio para o clustering dos dados, que também é responsável por estimar o número de clusters automaticamente.
Existem diversos casos de sucesso no processamento de textos através de clustering em relacionamento com clientes, seja por contatos por e-mail, mensagem de atendimento de call centers, entre outros. Na realidade, o clustering é uma metodologia largamente utilizada na detecção de comportamentos comuns entre dados de usuários e a sua aplicação em dados não-estruturados tem sido consolidada como uma estratégia adequada na identificação do cliente. A aplicabilidade do clustering é bastante vasta, sendo eficiente na identificação de comportamentos distintos nos dados, traçar perfis de usuários, fazer triagem de contatos do cliente e outras tarefas de CRM.

Ferramentas que auxiliem a interpretação dos resultados obtidos pela etapa de processamento também são de ampla importância. A esta etapa é dado o nome de pós-processamento. Um sistema de pós-processamento deve ser capaz de receber os resultados da etapa anterior e possuir artifícios que capacitem o utilizador a tirar conclusões sobre os dados.

Desta forma, o problema é abordado sucintamente como na imagem 1:
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[image: image2.png]Pré-processamento

Processamento

P6s-processamento





Conhecendo os clientes dentro de cada cluster é possível fornecer atendimento diferenciado automatizado a cada cluster, e aplicado a massas de dados relativas a informações ou reclamações, é possível estabelecer com segurança os assuntos gerais que formam o cluster, facilitando o entendimento superficial do que está sendo requisitado ou contestado pelo cliente, agilizando o processo de resposta e do entendimento das necessidades do cliente, visando um aperfeiçoamento contínuo do relacionamento entre a empresa e o cliente.
2. Desenvolvimento
2.1. Indentificação dos Dados

Os dados são compostos por 1178 arquivos textos (plain text). Estes textos representam e-mails corporativos internos da Light e também mensagens de clientes à empresa e a sua resposta. Estes dados não possuem formatação alguma. E-mails em geral são compostos de diversos componentes: destinatário, remetente, anexos, assunto e outros campos além do próprio corpo da mensagem.

Entretanto, não existe uma estruturação ou formatação com caracteres delimitadores que permitam a identificação cada campo com presição, descartando, desta forma, a construção de analisadores sintáticos comuns para a obtenção do corpo da mensagem.

Não obstante, ao se responder um e-mail, muitas vezes o remetente não percebe que a mensagem recebida está sendo anexada ao novo e-mail, o que é desinteressante para uma análise consistente. O remetente também pode possuir uma assinatura, o que representa mais texto desnecessário à análise dos dados.

Diversos textos eram repetidos e necessitaram ser eliminados, restando assim apenas uma cópia de cada e-mail. Alguns e-mails também possuíam mensagens de segurança de anti-vírus diversos e outros muitos continham mensagens de aviso de informação confidencial. Existem ainda mensagens cuja acentuação estava incorreta ou ainda substituída por uma seqüência de caracteres gerada por algum programa que não possui tratamento para acentos. Estas seqüências também necessitaram ser identificadas para a reconstrução dos termos com seus acentos quando necessário.

Também foi possível observar uma grande gama de mensagens sem revisão gramatical: palavras escritas de forma incorreta, falta de acentuação e sinalização, além de abreviaturas das mais diversas. Problemas estes gerados, provavelmente, pela rapidez na digitação visando o rápido atendimento às solicitações. Além disso, mensagem com propagandas (spams) também estavam contidos na massa de dados e necessitaram ser eliminados.

Para solucionar este problema da natureza dos dados, foram identificados certos comportamentos que foram extirpados ou substituídos nos e-mails, com a finalidade de que apenas o corpo do e-mail (a mensagem em si) restasse ao final destes tratamentos na etapa subseqüente de pré-processamento.
2.2. Pré-processamento

A etapa de pré-processamento consiste em um tratamento dos e-mails e seu armazenamento adequado. Esta etapa se caracteriza pela identificação dos termos dentro da coleção de documentos e também pela determinação da sua importância dentro do todo, para que só então tenha início a etapa de processamento deste dado.

Com o passar do tempo e a constante atualização das listas, o processo vai tornando-se cada vez menos dispendioso, uma vez que, dentro do contexto específico dos textos submetidos ao pré-processamento, grande parte dos casos vai sendo prevista.

2.2.1. Remoção de caracteres indesejados

Em um texto existem sinais de pontuação que são indesejados dentro de uma análise. Podem também existir palavras com símbolos desconhecidos por erros de digitação, ou simplesmente caracteres esparsos sem significado semântico. É comum ainda a existência de caracteres matemáticos, monetários, números, caracteres de formatação (retorno de carro, newlines, caracter de tabulação, etc), entre outros que devem ser extirpados ou substituídos no texto.

Em um enfoque de e-mails, como a massa de dados da Light, com mensagens contendo endereços de e-mail, links para páginas na web e muitas outras características que trarão ruído à analise, foi necessário utilizar certas expressões regulares que auxiliassem na sua remoção como “www.*.*” e “ *@*.*”. Seqüências de caracteres característicos de assinaturas de e-mail, descrição de arquivos anexados e forwards também foram identificadas para a sua eliminação.

2.2.2. Tratamento da meta-linguagem

Em uma aplicação como a analise de e-mails, a meta-linguagem utilizada deve ser levada em consideração.

Nos dados fornecidos pela Light foi bastante comum identificar termos escritos de forma incorreta, ou abreviaturas específicas utilizadas na internet.

Este inconveniente à análise foi corrigido com o auxílio de uma lista de sinônimos onde um ou mais termos são substituídos por seu correspondente gramaticalmente correto, ou seja, por um termo existente na língua portuguesa.

2.2.3. Tokenização

A tarefa de tokenização consiste na identificação dos termos dentro do texto. Isso é realizado utilizando o espaço (“ ”), que é o único caracter fora do alfabeto restante da etapa de remoção de caracteres indesejados, e que por natureza é um caracter separador de palavras.

Cada grupo de caracteres entre espaços é denominado token, que é o termo em si. O e-mail, que é visto como uma seqüência de caracteres será transformado em uma coleção de tokens.

Desta forma, todas as etapas posteriores a este ponto utilizarão os textos em uma granulosidade nova: o termo.
2.2.4. Remoção de termos alheios à linha portuguesa

Muitos termos possuem substrings que são tipicamente estrangeiros, ou ainda infrigem as regras gramaticais do português visto que as regras de construção das palavras variam de idioma para idioma. Os arquivos da Light continham partes na língua inglesa sobre a confidencialidade da mensagem. Existiam ainda propagandas em massa (spams) nesta língua, além de alertas de anti-vírus acopladas à mensagem do destinatário e cabeçalhos característicos com informações de arquivos enviados em anexo.

O pré-processamento possui etapas dependentes do idioma, por esta razão, e-mails que contivessem palavras fora da língua portuguesa trariam ruído à análise.

Existem termos que contém caracteres fora do nosso alfabeto. Estes caracteres não poderiam ter sido retirados na etapa de remoção de caracteres indesejados, visto que a sua eliminação ou substituição por espaços ou caracter branco criaria palavras sem significado.

Substrings características geradas por programas em inglês identificadas nos e-mails também foram extirpadas dos textos. Esta etapa reduz a dimensionalidade do problema e o tamanho da BOW.
2.2.5. Remoção de stopwords 

As stopwords são palavras que não possuem ou possuem muito pouca importância semântica. São exemplos de stopwords os artigos, interjeições, conjunções, pronomes de tratamento comuns, verbos auxiliares, nomes próprios, etc. As stopwords também podem ser associadas a um contexto específico.

A remoção das stopwords é feita com o auxílio de uma lista, tipicamente em disco, denominada stoplist2. Certas stopwords características da massa de dados da Light foram acrescidas a esta lista no intuito de aumentar a precisão do algoritmo de mineração de dados aplicado posteriormente. Desta forma, foram identificados termos muito comuns enquanto e-mails, e por isso, a stoplist foi acrescida de termos como “mensagem”, “obrigado”, “agradecido”, “encarecidamente”, “e-mail”, “resposta”, e outros similares.

Também foi identificado que grande parte dos e-mails recebidos pela Light não eram de pessoas físicas, mas sim de um departamento de comunicação de diversas empresas. Desta forma, o nome destas empresas também necessitou ser desconsiderado para uma analise mais consistente.

Além de eliminar palavras que em nada auxiliarão em análise futura, a etapa de remoção de stopwords reduz a dimensionalidade da massa, visto que menos palavras (variáveis) sobrarão ao término desta etapa. 
2.2.6. Stemming

A tarefa de stemming consiste em reduzir um termo ao seu radical. Este processo é de suma importância para que nas etapas posteriores termos com o mesmo radical sejam processados em conjunto, visto que na mineração de textos diversas palavras cujo radical é o mesmo podem ser consideradas como equivalentes. O processo de stemming também reduz drasticamente o número de variáveis da massa de dados.

O processo de stemming consiste da eliminação de sufixos que identificam plurais, gênero ou formas verbais transformando termos equivalentes em uma única representação3. O stemming se utiliza de uma lista de sufixos que deverão ser removidos ou substituídos dependendo do caso, bem como uma lista de excessões. As excessões são muito importantes visto que existem diversas palavras que fogem às regras de remoção de sufixos.

Por ser um processo sensível aos termos, é necessário que as etapas de pré-processamento até este ponto tenham feito transformações significativas em termos escritos de forma incorreta e nas abreviaturas para que o seu radical seja exatamente igual ao de uma palavra escrita corretamente.

Visto que as regras de formação das palavras, bem como sua lógica e ordem dentro do texto variam de idioma para idioma, existem metodologias de stemming variados e bastante específicos para diversos idiomas.

O algoritmo implementado foi o Portuguese Stemming4, que dos algoritmos de stemming é um dos mais utilizados para a língua portuguesa.

Portuguese Stemming é composto de um total de oito passos, que serão executados ou não dependendo do termo. Isto ocorre porque o termo fluirá por diferentes caminhos dentro do algoritmo de acordo com a sua natureza gramatical. O Portuguese Stemming consiste na remoção e re-escrita de termos baseado em sufixos pré-estabelecidos.

Os passos do Portuguese Stemming são: redução do plural, substituição de palavras no feminino pelo masculino, redução de aumentativos e diminutivos,  de advérbios, de substantivos, de verbos, remoção da última vogal e remoção de acentos.
2.2.7. Geração da BOW
A BOW (Bag of Words) é uma estrutura organizada em forma de tabela que mostra o peso de cada termo dentro de cada documento. Para isso, a BOW é gerada utilizando alguma métrica de ponderação, usada para medir a relevância do termo em um documento específico5. Os pesos dos termos dos documentos são atribuídos de várias maneiras, contudo a mais utilizada, é a ponderação TFxIDF.

A ponderação TFxIDF (Term Frequency x Inverse Document Frequency) dá uma noção da importância do termo dentro do documento onde ele aparece levando em conta a sua existência em outros documentos. Ele é calculado através de duas parcelas: TF e IDF. O cálculo de TF dá-se por (1):
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Nota-se que o TF é uma freqüência normalizada pelo total de documentos dentro do texto em questão, o que é mais desejável do que uma freqüência normalizada comum (contagem do número de termos). A outra parcela da ponderação, o IDF,  dá-se por (2):
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Onde o numerador é o número total de documentos na massa de dados e o denominador representa o número de documentos onde o termo i aparece. Nota-se logo que caso um termo apareça em todos os documentos, este termo ficará com IDF igual a zero, o que acarretará também em um TFxIDF igual a zero, visto que a ponderação é dada pela multiplicação dos dois termos, assim como (3). Este comportamento pode ser interpretado como se um termo aparece em todos os documentos que estão sendo analisados, então  não é importante (a sua ponderação é igual a zero). Nota-se também que se um termo aparece em vários, porém não em todos os documentos, o seu IDF será reduzido, ao passo que caso o termo esteja contido em poucos documentos, o IDF será alto6. Isso favorece termos inesperados e desencoraja termos mais comuns, sempre levando também o TF em consideração:
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Esta é a última etapa do pré-processamento. Desta forma, após esse estágio, os dados foram processados com os algoritmos de text mining detalhados nos itens subsequentes.

O pré-processamento é executado sempre que novos termos e comportamentos indesejados são encontrados, visto que a sua permanência no modelo pode causar uma perturbação nos resultados, culminando em um resultado insatisfatório da mineração dos e-mails.

2.3. Processamento

No presente capítulo são descritos de forma detalhada os métodos implementados na etapa de processamento dos e-mails. Além do método de clustering utilizado também são discutidos algoritmos complementares que auxiliarão no processo de análise dos clusters formados pelos e-mails corporativos cedidos pela Light.

2.3.1. Clustering

Os métodos de clustering buscam encontrar grupos (clusters) densos e separados dentro da massa de dados. O processo de clustering automático de textos é baseado em alguma métrica de similaridade e algum critério para o agrupamento7.

O processo consiste em agrupar os dados em subclasses representativas em que a similaridade intra-classe seja maximizada e a similaridade inter-classe seja minimizada8. Esta tarefa tem sido estudada no campo do aprendizado de máquina e reconhecimento de padrões9 e desempenha um importante papel nas aplicações de data mining como exploração de dados científicos, recuperação da informação e text mining10.

 A aplicabilidade do clustering é bastante vasta, sendo eficiente na identificação de comportamentos distintos nos dados, traçar perfis de usuários, classificação de documentos na web, etc. Uma metodologia bastante empregada é a particional, que consiste em dividir a massa de dados em clusters tais que os pontos dentro de um cluster são mais similares entre si do que com elementos de outros clusters11 12.

Os métodos particionais são muito populares e eficazes, sendo encontrados em grande parte dos programas comerciais de data mining. Existem dois tipos de clustering particional13 14:

· Hard clustering: a cada dado é atribuido um label e ele pertence a um e somente um cluster.

· Fuzzy clustering: a cada dado pode ser atribuído mais de um label ponderado em função de uma métrica de distância. O dado pode pertencer a um ou mais clusters, regido por uma pertinência a cada cluster.

O que mais se espera encontrar em um problema de clustering, são clusters de baixa distância intra-cluster, ou seja, clusters densos e compactos. E também clusters com alta distância inter-cluster, ou, clusters de alta separabilidade. Muitas vezes a massa de dados não propicia clusters com esta configuração, mas os algoritmos de clustering, particionais ou não, procuram encontrar clusters homogêneos e bem separados7 15 e para isso podem utilizar artifícios que otimizem o número desejado de clusters, entre outras medidas. No caso da presente análise de textos, a intenção do clustering é entender a formação de grupos nos e-mails da Light de forma com que estes grupos expressem diferentes vertentes do conteúdo das mensagens.

2.3.1.1. K-Means

Dentre os métodos de clustering particionais mais conhecidos está o K-Means13 e suas muitas variantes (K-Medoids, K-Harmonic Means, etc.). O algoritmo é escalável e funcional para grandes massas de dados16, característica de problemas de clustering de textos. O propósito do algoritmo é encontrar clusters em dados não classificados17. O entendimento do algoritmo e sua implementação são bem simples:

Dado um K qualquer, será realizado o particionamento dos dados utilizando K pontos (centróides) inicializados aleatoriamente (abordagem típica – sem seeding). Estes centróides serão recalculados pela média dos registros mais próximos a cada um18 e o algoritmo alcançará convergência quando estes centróides não se alterarem mais ou alterarem-se menos do que um limiar previamente estabelecido, como ilustra o fluxograma da imagem 2.
Imagem 2
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2.3.1.2. Métricas de distância
Como mostrado no ítem anterior, é necessário estabelecer métricas de distância para o cálculo vetorial entre os centróides e os registros. Para tanto, existem várias métricas de distância, que devem ser minimizadas, e de similaridade, que devem ser maximizadas. Para os diversos experimentos, foram implementadas a distância euclidiana, distância de Manhattan, aproximação minimax e a similaridade do coseno, exemplificada por (4).
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O coseno é a métrica de similaridade mais utilizada7 em problemas de clustering de textos. Para problemas de alta dimensionalidade como documentos de textos (representados por vetores de frequencias TFxIDF), a similaridade do coseno tem se mostrado uma métrica superior à tradicional distância euclidiana19.
2.3.2. Validação do número de clusters
Como dito anteriormente, o algoritmo K-Means é eficiente e amplamente utilizado em problemas de clustering de textos. Todavia, o parâmetro K necessita ser informado, e em se tratando de um método de aprendizado não-supervisionado, esta informação pode não estar sempre disponível e tampouco ser intuitiva19.

Quantos são os clusters existentes nos dados, ou ainda, como esta massa de dados pode agrupar-se da melhor forma possível não são perguntas simples de serem respondidas.

Uma solução trivial seria executar o método K-Means várias vezes com diversos valores para o parâmetro K e levar em consideração o resultado mais satisfatório. O problema deste tipo de abordagem é que muitas vezes uma rodada não necessariamente será igual à anterior por causa da inicialização aleatória do algoritmo, dificultando uma conclusão sobre o resultado do clustering.

Além disso, a massa de dados pode simplesmente agrupar-se de várias formas diferentes. Por estas razões, utilizar algum tipo de índice estatístico para validar o número de clusters (K) é de grande valia. Existem várias propostas neste sentido. Neste trabalho utilizou-se o índice conhecido como PBM.

2.3.2.1. Índice PBM

O índice PBM pontua o clustering levando em conta os centróides finais e os registros a eles associados. Para isso o índice utiliza um intervalo, que tipicamente varia de 2 até um limiar previamente estabelecido. O índice consiste em executar o algoritmo de clustering (no caso, o K-Means) com cada um destes valores de 2 até o limiar como valores de K e pontuar cada rodada. O K de maior índice PBM é considerado como o melhor número de grupos dentro do intervalo. O índice PBM é calculado pela equação (2.5):


[image: image12.wmf]2

1

1

)

(

÷

÷

ø

ö

ç

ç

è

æ

×

×

=

k

k

D

E

E

K

K

PBM

                                                                                                      (5)

Como se pode observar, o índice é composto de três parcelas:

A primeira parcela prioriza clusterings com o menor K possível. Quanto menor o K, maior será o valor que esta parcela assumirá. A segunda parcela é formada por 
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 é calculado pelo somatório das distâncias intra-cluster. Quanto menor for a distância intra-cluster, maior será o valor da parcela, favorecendo assim, clusters compactos:
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Sendo que,
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A terceira parcela, o DK (8), é a maior distância inter-centróides. Quanto maior for a distância inter-centróides, maior será o valor da parcela, favorecendo assim, clusters de grande separabilidade. Assim sendo, o valor de DK é calculado por uma métrica de distância qualquer entre o par de centróides mais distantes entre si:
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2.4. Análise dos resultados

A abordagem consistiu-se do processamento de apenas uma parcela dos dados fornecidos, ou seja, os dados relacionados a contatos com clientes. Por esta razão, nesta abordagem existiram menos e-mails a serem considerados em relação à abordagem anterior, que utilizou todos os e-mails fornecidos.

Ainda assim, mesmo utilizando um filtro para a identificação das expressões regulares que definiam os e-mails com contatos de clientes, existiam muitos repetidos ou encaminhados (forwards). Desta forma, uma intervenção manual também se fez necessária.

Dos 1178 documentos cedidos pela Light, foram utilizados 432 e-mails. Estes 432 e-mails possuiam dados somente de atendimentos ao cliente. Visto que existiam menos dados nesta abordagem, e as listas tendo sido alimentadas desde o início dos experimentos, com todos os dados, o pré-processamento, que tipicamente é a tarefa mais onerosa de problemas de text mining, foi bastante reduzido.

Ao final da etapa de pré-processamento, restaram 120 e-mails para serem considerados na etapa de processamento, ainda que o parâmetro de aceitação mínima do tamanho do documento tenha sido reduzido. Não obstante, alguns e-mails eram cópias ou respostas de e-mails que já estavam sendo levados em cosideração. Portanto, uma intervenção manual se fez necessária a fim de desconsiderar parcial ou totalmente estes documentos. A parametrização utilizada na etapa de processamento foi típica para problemas de clustering de textos: a métrica de distância utilizada foi a medida do coseno, o número de clusters foi estimado pelo índice PBM, e o número máximo de iterações do método K-Means foi 100. Após a etapa de processamento, o índice PBM estimou o número de clusters como mostra a imagem 4.

O gráfico de evolução do índice PBM não oscilou muito, com o valor do índice diminuindo a partir de K = 3 até K = 10. O índice estimou fortemente que três clusters é o melhor agrupamento para esta massa de dados. Os valores para o índice são apresentados na tabela 1.

Imagem 4 – Índice PBM
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Tabela 1 
	K
	2
	3
	4
	5
	6
	7
	8
	9
	10

	PBM
	5.045
	10.01
	7.8
	6.02
	5.65
	4.4
	3.32
	2.28
	0.8


Os dados se dividiram de forma não acentuada entre os clusters, como mostram as imagens 5, 6 e a tabela 2. Assim sendo, não existiram clusters com uma quantidade insuficiente de dados, tampouco clusters que contivessem documentos demais em relação uns aos outros.
Imagem 5 - e-mails divididos pelos clusters
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Imagem 6 – Porcentagem de dados em cada um dos clusters.
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Tabela 2 – Os dados em cada cluster
	Clusters
	1
	2
	3

	E-mails
	46
	41
	33


Analisando os dados distribuidos em cada cluster ordenados pela sua similaridade ao centróide, é possível determinar a sua relevância dentro daquele cluster. De forma análoga, observando os e-mails mais relevantes, é possível saber o assunto geral do cluster. A imagem 7 mostra os comentários ordenados em uma forma de árvore.
Imagem 7 – E-mails ordenados nos clusters
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Analisando os documentos mais similares ao centro de cada cluster, foi possível estabelecer o assunto principal de cada cluster, ou seja, qual o contexto dos documentos mais relevantes. A caráter ilustrativo, o presente relatório possui um apêndice mostrando os três e-mails mais relevantes dentro de cada cluster.
Cluster 1: cluster RECLAMAÇÕES constituído por reclamações e solicitações em geral.

Cluster 2: cluster INFORMAÇÕES formado por assuntos relacionados a dúvidas sobre medição e leitura de energia consumida e demanda.

Cluster 3: cluster SOLICITAÇÕES constituído majoritariamente por pedidos de vistoria técnica.

3. Conclusões
A análise final foi constituída da utilização apenas de e-mails relacionados a contatos de clientes, diferentemente dos experimentos iniciais, onde foram utilizados todos os e-mails cedidos pela Light.

Os documentos necessitaram de pré-processamento e intervenção manual para que o clustering fosse conciso. Os dados agruparam-se sobre assuntos distintos, podendo ser os assuntos dos clusters identificados baseados nos e-mails mais relevantes dentro de cada cluster, fazendo dos mesmos condizentes com o esperado. A metodologia adotada mostrou-se eficiente, proporcionando resultados coerentes a nível de clustering e o entendimento do contexto dos clusters foi feito de forma consistente. O ambiente Microsoft SQL Server 2005 mostrou-se robusto e escalável.
Os dados distribuiram-se nos clusters, não ocasionando clusters amplamente povoados e tampouco outros com dados insuficientes. O índice PBM acentuou que a massa agruparia-se melhor com três clusters e o resultado obtido com esta configuração foi satisfatório.
Os resultados da análise de clusters ocasionaram uma revisão da estratégia do atendimento no Back Office de grandes clientes, viabilizando uma estrutura organizacional condizente com os três tipos mais relevantes de atendimento solicitado – reclamações, informações e solicitações. Cada grupo de analistas comerciais focados em cada processo proporciona um atendimento mais ágil e com maior qualidade ao cliente final, que derivará para um maior grau de satisfação dos grandes clientes.

A partir do resultado deste estudo, avalia-se a implantação da estratégia de text mining integrado ao chat de grandes clientes.

Apêndice 1. E-mails mais relevantes dentro de cada cluster

Cluster 1Reclamações
Ontem dia 28/09 foi feita um pedido de emergência para falta de luz neste endereço.Até o momento nenhuma equipe apareceu para solucionar o mesmo. Já ficamos parados desde as 17:30 impossibilitados de trabalharmos durante o turno da noite e o da manha de hoje. Até que horas vamos continuar parados?quem vai pagar esse prejuízo?
Cluster 2 Informações
Bom dia, Gostaria de saber como se consegue isenção de ICMS para unidade consumidora filantrópica atendida em média tensão (13,8kv) com tarifação horozasonal, que lei nos ampara para esse fim. Desde já agradeço pelo apoio. Marcelo.
Cluster 3 Solicitações
Vistoria e ligação Rio de Janeiro, de setembro de Light serviços de eletricidade s/ a/c: gerência de grandes clientes empresariais assunto : vistoria e ligação da sub.simplificada kva. Tomazinho - São João de Meriti - RJ, conforme e carta custo entregue juntamente com o comprovante de pagamento da participação financeira, em nesta concessionária, salientando que a referida subestação encontra-se, montada, de acordo com as normas técnicas da concessionária. 
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