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RESUMO

O balanço energético efetuado pelas empresas distribuidoras de energia, reúne, sistematiza e consolida os dados mensais de energia fornecida e consumos dos clientes visando o cálculo das perdas comerciais de um equipamento ou conjunto de equipamentos elétricos (subestações, transformadores, alimentadores e zonas de distribuição aérea). Portanto, os balanços energéticos visam não só acompanhar a evolução mensal das perdas comerciais como também orientar as ações de recuperação de energia. Desta forma, os cálculos são elaborados antes do início das ações de recuperação de energia e após a conclusão destas ações para verificar o resultado das mesmas.

O presente trabalho apresenta algumas inovações incorporadas ao processo de cálculo elaboradas pelo Laboratório de Estudos de Transmissão e Distribuição do Departamento de Engenharia Elétrica - LETD / UFF no programa de P&D da ANEEL de 2005/2006, através do projeto 33 “Sistema de Mapeamento de Perdas Comerciais”. Os principais processos descritos são:
· Método de criação de famílias de curvas de carga, por explosão hierárquica, usando seqüência de redes neurais de tamanho reduzido;
· Método de classificação fuzzy dos clientes nas famílias;
· Método de correção das curvas com a temperatura;
· Processo de equalização dos lotes.
1. INTRODUÇÃO

Para a determinação do percentual de perdas comerciais em postos de transformação de distribuição, alimentadores e subestações é essencial o cálculo do balanço de energia. Em geral, esse valor é calculado pela diferença entre a energia fornecida e a soma das energias consumidas pelos clientes e as perdas técnicas. Em caso de alimentadores e de subestações devem ser consideradas ainda as energias importadas e exportadas durante os períodos de manobra.

O primeiro problema para se efetuar os cálculos aparece porque os clientes de baixa tensão, que são em grande número, são lidos em lotes e em dias diferentes ao longo do mês. A diferença em dias entre o primeiro e último lote, em algumas empresas, pode chegar a 20 dias de defasagem. Além disso, em um mês, podem ter sido faturados 29 dias e em outro 31 dias.

Para se fazer o balanço mensal, é necessário acertar esses consumos com o mês calendário de forma a sincronizá-los com as medidas lidas nas saídas de transformadores, alimentadores, etc.

A forma de se efetuar esse cálculo consiste em calcular as curvas de carga dos clientes nos dias úteis, sábados, domingos e feriados e montar a curva mensal, baseado no consumo do mês anterior e do mês seguinte.

Outro problema é o caso da manobra, quando um grupo de clientes é alimentado por horas ou dias por outro transformador ou alimentador, diferente do de origem. Em alguns casos essa condição se torna crítica e, se não for considerada, o balanço pode apresentar valores absurdos, como é o caso de resultados negativos de perdas.

O cálculo das curvas de carga, portanto, é o único caminho disponível para resolver essas questões (JARDINI & CASOLARI, 1999 ; VELASQUEZ et al., 2001).
O presente trabalho apresenta um método de obtenção de famílias de curvas de carga, baseado em leituras de uma amostra de consumidores, utilizando a rede neural de Kohonen de uma forma inédita e de rápido processamento. Nesse processo, o número de neurônios é otimizado, pelo controle do desvio padrão da média da curva da família a ser considerada. Quando um cliente é classificado em uma família, sua curva média representa a curva do cliente em um determinado dia.

Para classificar os clientes nas famílias, um processo de decisão fuzzy foi desenvolvido, baseado em dados descritivos do cliente.

Outro problema de difícil solução para a LIGHT é que, na época da obtenção das curvas de carga da amostra, não se preocupou em obter as temperaturas horárias correspondentes. Para se obter esse dado, foi necessário desenvolver um processo de obtenção de temperatura horária relativa a cada demanda horária da média resultante de cada família. Quando o cliente é classificado em uma família ele passa a ter uma curva de carga diária em determinada temperatura.
Para saber o formato da curva com outros valores de temperatura foi desenvolvido um processo multivariado para se fazer a conversão. Esse último processo possibilitou incluir a influência da temperatura na demanda dos clientes da família, evidenciando, por exemplo, a diferença entre um dia de domingo ensolarado e de calor, do dia de domingo chuvoso e de temperatura amena.

A metodologia proposta e o detalhamento dos processos são descritos nas seções a seguir.
2. METODOLOGIA
A metodologia proposta neste artigo consiste na construção de um sistema de inteligência artificial capaz de estimar as curvas de carga de um consumidor, para diferentes dias da semana e diferentes épocas do ano, com base no perfil do consumidor e nas curvas de variação da temperatura ao longo do dia em sua localidade, conforme ilustrado na Figura 1 a seguir.
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Figura 1 – O sistema inteligente proposto para estimação das curvas de carga diárias.

A possibilidade de estimar as curvas de carga diárias de cada consumidor, levando em conta a influência do perfil do consumidor, do dia da semana, da época do ano e da temperatura local, torna possível a obtenção de um balanço energético muito mais preciso.
O processo de construção da base de conhecimento deste sistema inteligente proposto envolve os seguintes passos, conforme ilustrado na Figura 2 a seguir :

· obter as curvas de carga (potências ativa e reativa medidas hora a hora) de uma amostra do universo de consumidores, em diferentes dias da semana e em diferentes épocas do ano;
· identificar famílias de curvas de carga com características semelhantes, por meio da utilização de redes neurais e classificar as curvas obtidas da amostra nessas famílias;
· correlacionar as variáveis descritivas correspondentes aos clientes da amostra (tipo de consumidor, tipo de ligação, faixa de consumo e localidade) com as famílias nas quais esses clientes foram classificados, obtendo os graus de pertinência de cada atributo de cliente a cada família de curvas por meio de técnicas de lógica fuzzy;
· obter curvas de temperatura medida hora a hora, correspondentes a locais e dias em que as curvas de carga possam ser medidas (por exemplo: na saída dos alimentadores);
· para cada família de curvas, determinar uma função que modele adequadamente a influência da variação da temperatura local nas curvas de carga de potência ativa e reativa, por meio de técnicas de regressão não-linear;
· montar a base de conhecimento com as seguintes informações para cada família de curvas:

· os graus de pertinência de cada atributo de cliente àquela família

· os parâmetros a serem utilizados para o ajuste da curva de carga a partir da curva de temperatura do dia

Esta base de conhecimento capacita o sistema inteligente a calcular as curvas de carga ajustadas para a temperatura de cada dia por meio do processo ilustrado na Figura 3 a seguir.
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Figura 2 – Processo de construção da base de conhecimento do sistema inteligente.
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Figura 3 – Processo de cálculo das curvas de carga de cada consumidor em cada dia.

3. CRIAÇÃO DAS FAMÍLIAS DE CURVAS DE CARGA

O processo de criação das famílias de curvas de carga se baseou nos dados obtidos em uma campanha de medidas realizada pela LIGHT no ano de 1998, na qual foram realizadas cerca de 14.000 medições em diferentes dias da semana e diferentes épocas do ano, em clientes com diferentes perfis de consumo e situados em diferentes regiões.

As informações coletadas nestas campanhas incluíram:

· Data de medição

· Tipo de consumidor (residencial, comercial, industrial, etc.)

· Tipo de ligação (monofásica, bifásica ou trifásica)

· Faixa de consumo

· Localidade

· Curvas de demanda de potência ativa e reativa, medidas hora a hora

O primeiro passo para o agrupamento das curvas de carga consistiu em converter as curvas para p.u., atribuindo um fator de conversão individual para cada consumidor, de modo que o valor 1.0 corresponda à sua potência ativa média observada ao longo do período monitorado. Este passo se faz necessário porque o foco deste agrupamento não deve ser dado à magnitude da curva de carga, mas sim ao seu formato característico, que é o indicativo do perfil de consumo do cliente.

O processo de agrupamento foi realizado com a utilização de redes neurais, técnica que tem sido empregada com sucesso na previsão de carga em sistemas de energia elétrica (HO et al., 1992). Neste trabalho, utilizamos um tipo de rede neural conhecido como mapeamento auto-organizável, ou Rede de Kohonen (HAYKIN, 1994 ; TAFNER et al., 1995). 

A Rede de Kohonen é uma rede competitiva com a habilidade de realizar mapeamentos que preservam a topologia entre os espaços de entrada e de saída. Seu objetivo é descobrir padrões significativos ou característicos dos dados de entrada. O processo de aprendizagem é baseado no aprendizado competitivo, o algoritmo tem natureza local e as modificações dos pesos sinápticos são confinadas à vizinhança do neurônio ativado. A ordem global, ou seja, o equilíbrio da rede surge de interações locais. Os neurônios de saída competem entre si para serem ativados, de forma que apenas um neurônio de saída seja considerado “vencedor”.
Para uma melhor eficiência do processo de treinamento da rede, o processo de agrupamento das curvas de carga utiliza um arranjo composto por diferentes Redes de Kohonen organizados em níveis sucessivos de hierarquia, formando uma estrutura em árvore, como ilustrado na Figura 4.

No primeiro nível, uma Rede de Kohonen classificou as amostras em 6 grupos. Em seguida as amostras de cada um desses grupos foram classificadas em subgrupos, e assim sucessivamente, até a obtenção de subgrupos cujo desvio padrão das amostras fique abaixo de um limiar pré-especificado. 

Ao final do processo, as curvas de carga obtidas da campanha de medidas foram agrupadas em 96 famílias de curvas de potência ativa e no mesmo número de famílias de curvas de potência reativa, tendo sido cada curva de carga associada a uma família específica.

Curvas de referência

Para melhor manipulação dos dados das curvas, é conveniente determinar uma curva única que seja representativa para cada família, a qual denominamos curva de referência. Na Figura 4, as curvas de referência, que correspondem à média de todas as curvas classificadas na família, são representadas por uma linha preta espessa.
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Figura 4 – Arranjo hierárquico de Redes de Kohonen utilizado no processo de formação de famílias
                    por meio do agrupamento das curvas de carga obtidas da campanha de medidas.
4. CLASSIFICAÇÃO DOS CONSUMIDORES NAS FAMÍLIAS

O processo de classificação foi realizado através de uma análise fuzzy baseada nas famílias de curvas de carga nas características comuns entre os dados dos consumidores.

A lógica fuzzy é baseada na teoria dos conjuntos fuzzy, (ZADEH, 1965), que é uma generalização da teoria clássica de conjuntos com ampla aplicação prática em engenharia (ROSS & TIMOTHY, 1995 ; ZIMMERMAN, 1996), que visa resolver os paradoxos gerados a partir da classificação “verdadeiro” ou “falso” da lógica clássica.
Na lógica clássica, uma proposição lógica tem dois extremos: ou “completamente verdadeiro” ou “completamente falso”. Entretanto, na lógica fuzzy, uma premissa varia em grau de pertinência numa escala contínua de 0 a 1, o que lhe possibilita ser parcialmente verdadeira ou parcialmente falsa. 

A maioria dos métodos usados até hoje classifica os consumidores com base em regras que não possuem uma formulação ou comprovação de sua eficácia. Exemplos dessas regras são aquelas relativas à classificação do cliente conforme apenas um ou dois atributos, como no caso de clientes residenciais que estejam entre 100 e 200 kWh. Evidentemente é possível medir clientes apenas nessa faixa e levantar uma distribuição estatística que represente a variação da curva média do agrupamento, mas, nesse caso, como o agrupamento é definido a priori, não se pode garantir um valor pequeno para o desvio padrão.

Na metodologia de classificação aqui proposta, a qualidade da previsão recai no controle do tamanho do desvio padrão das famílias resultantes. Por esse motivo, não se tem uma regra visível ou evidente para classificar os consumidores nas famílias, pois estas foram criadas a partir da proximidade entre as curvas de carga de cada cliente e não a partir dos atributos desses clientes. 

Como não existem outras medições em clientes fora da amostra que não sejam aquelas exigidas pelas leis tarifárias, devem-se pesquisar quais as variáveis descritivas (atributos) que possuem maior influência nas características das curvas de carga medidas da amostra, que são as curvas de potência ativa (kW) e a reativa (kVAr).

As variáveis descritivas (atributos) escolhidas para o processo são:
· Atributos do consumidor

· Tipo de consumidor (residencial, comercial, industrial, rural, etc.)

· Tipo de ligação (monofásica, bifásica ou trifásica)

· Faixa de consumo (5 faixas escolhidas de modo a dividir o universo amostral em 5 grupos com aproximadamente a mesma quantidade de consumidores)

· Localidade (bairro ou município onde o consumidor está localizado)

· Atributos da medição

· Dia da semana (sábado, domingo/feriado, segunda ou dia útil)

· Época do ano (mês ou trimestre)

Evidentemente, os clientes classificados em uma mesma família não têm todos necessariamente os mesmos atributos. No caso geral, cada família possui uma distribuição de freqüência para cada atributo, conforme ilustrado para o atributo “residencial” no exemplo hipotético composto por 10 famílias descrito na Tabela 1 a seguir.
Tabela 1 – Freqüência relativa de consumidores residenciais por família.
	
Família
	Qtde. de consumidores
residenciais na família 1
	Qtde. total de
consumidores
na família 1
	Freqüência relativa do atributo “residencial”
( (residencial )

	1
	1
	3
	0,33

	2
	3
	7
	0,43

	3
	1
	2
	0,50

	4
	3
	18
	0,17

	5
	1
	13
	0,08

	6
	0
	7
	0,00

	7
	4
	22
	0,18

	8
	9
	11
	0,82

	9
	6
	9
	0,67

	10
	5
	8
	0,62


No exemplo hipotético ilustrado na Figura 1, 82% dos consumidores classificados na família 8 são residenciais, enquanto que somente 17% dos consumidores da família 4 têm esse atributo. 
Se os valores da Tabela 1 forem plotados num gráfico com as diferentes famílias representadas no eixo horizontal e a freqüência relativa do atributo “residencial” representada no eixo vertical, será obtida para o atributo “residencial” a curva de pertinência ilustrada na Figura 5 a seguir.


Figura 5 – Curva de pertinência do atributo “residencial” por família
O mesmo raciocínio pode ser estendido aos demais atributos. Uma família pode ter, por exemplo, 90% dos clientes do tipo residencial, 40% localizados no Méier, 30% das leituras realizadas em dias úteis, 50% no primeiro trimestre e 15% com demanda na faixa de 100 até 200 kWh.
Nesse caso, cada atributo de cada variável descritiva tem a sua curva de pertinência determinada de forma análoga. Por exemplo, a curva de carga prevista para um domingo do primeiro trimestre do ano para um cliente residencial situado no Méier e com demanda entre 100 e 200 kWh teria diferentes curvas de pertinência associadas a cada um de seus atributos, como ilustrado na Figura 6 a seguir.

Figura 6 – Curvas de pertinência associadas a diferentes atributos
Num processo de decisão fuzzy (ZIMMERMAN,1996), quando se deseja que vários objetivos fuzzy sejam alcançados simultaneamente, a decisão resultante é definida pela interseção dos vários objetivos, ou seja:

D  =  G1 ( G2 ( ( ( Gn     







(1)

onde Gi , i=1,2,(,n e D é a decisão fuzzy resultante.
Na lógica clássica, o grau de pertinência de um item específico a uma categoria específica só pode assumir os valores 0 ou 1 (ou o item pertence ou ele não pertence à categoria), de modo que só se pode afirmar que um conjunto de objetivos foi alcançado se cada um dos objetivos individuais tiver sido alcançado, ou seja, se o menor dentre os graus de pertinência a cada um dos objetivos individuais tiver o valor máximo, que neste caso é 1. 

Na lógica fuzzy vale o mesmo raciocínio, com a diferença de que os graus de pertinência podem assumir valores numa escala contínua de 0 a 1.

Ou seja, o grau de pertinência de uma decisão a um conjunto de objetivos corresponderá ao menor dentre os graus de pertinência a cada objetivo individual:

(D  =  min { (G1 , (G2 , ( , (Gn }   






(2)

Assim, para o caso ilustrado na Figura 6, a curva de pertinência combinada seria dada por

(D  =  min { (residencial , (méier , (100-200kWh , (domingo , (trimestre1 } 



(3)

e a família escolhido será aquele que corresponder ao valor máximo do grau de pertinência (D .

O processo de escolha da família para este exemplo é ilustrado na Figura 7 a seguir, onde a curva mínima (D está destacada em cinza e a família escolhido (no caso a família 3, correspondente ao ponto máximo da curva mínima) está destacado em vermelho.
Figura 7 – Ilustração do processo de escolha da família. 
O processo fuzzy utilizado para determinar a família em que cada consumidor será classificado pode ser resumido nos seguintes passos:

· Obter a curva de pertinência, dada pela freqüência relativa de cada atributo em cada família.
· Normalizar a curva de pertinência de modo que o valor máximo corresponda ao valor 1.
· Obter a curva mínima do conjunto das curvas de pertinência que descrevem o consumidor.

· Determinar o valor máximo desta curva mínima.

· Escolher a família correspondente a este valor máximo.

5. ESTIMATIVA DA CURVA DE CARGA DO CLIENTE COM BASE NA TEMPERATURA

Para que se possa representar adequadamente a influência da temperatura nas curvas de carga dos clientes, se faz necessário o conhecimento das curvas de temperatura medidas no mesmo dia e local em que foram medidas as curvas de carga, ou seja, cada curva de carga precisa estar relacionada a uma curva de temperaturas medida na mesma ocasião.

Entretanto, como a campanha de medidas que serviu de base para este trabalho não incluiu o registro das curvas de temperatura na ocasião em que as curvas de carga foram medidas, foi necessário estabelecer essa correlação com a utilização de curvas de carga medidas nos alimentadores em dias para os quais a curva de temperatura pôde ser obtida do Instituto Nacional de Meteorologia (INMET), considerando-se, para cada alimentador, a curva de temperatura obtida da estação de medição mais próxima do ponto de instalação do equipamento de medição da curva de carga.
As curvas de carga dos alimentadores foram então classificadas pelas redes neurais nas mesmas famílias onde as curvas de carga obtidas da campanha foram classificadas. Desta forma, puderam-se estabelecer correlações entre curva de carga e curva de temperatura para cada família.

Curvas de referência de temperatura

Para estimar as curvas de temperatura representativas de cada família, foi utilizada uma técnica de regressão não-linear, na qual estas curvas foram aproximadas por uma função multipolinomial de terceira ordem da forma
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onde P é a potência (ativa ou reativa, conforme o caso) em p.u., h é a hora do dia (de 1 a 24) e (ij são coeficientes ajustados de modo a minimzar o erro médio quadrático da aproximação, totalizando 16 coeficientes para cada família.
Obtenção das curvas de carga a partir das curvas de temperatura
Para estimar as curvas horárias de potência ativa e reativa em função da curva horária de temperatura, foi utilizada a mesma técnica de regressão não-linear descrita na seção anterior, mas desta vez estimando a curva de carga do cliente (desconhecida) em função da curva de temperatura do dia:

[image: image6.wmf]å

å

=

=

=

3

0

3

0

)

,

(

i

j

j

i

ij

h

T

h

T

P

b








(5)

onde T é a temperatura em graus Celsius, h é a hora do dia (de 1 a 24) e (ij são os coeficientes ajustados de modo a minimizar o erro médio quadrático da aproximação, totalizando 16 coeficientes para cada família.

6. EQUALIZAÇÃO DAS CURVAS E CÁLCULO DO CONSUMO NO MÊS CALENDÁRIO

Conforme descrito na introdução deste trabalho, os consumos medidos nos relógios dos clientes se referem a diferentes períodos para cada cliente, pelo fato de a leitura dos medidores ocorrer em dias distintos. Outro problema, também citado, é o das freqüentes manobras na rede, que implicam em importação ou exportação de energia.
Para reduzir o erro causado por esses problemas, a seguinte metodologia é proposta para o cálculo do consumo no mês calendário:

· A partir das curvas de referência do cliente para dia útil, sábado, e domingos/feriados, construir a curva de carga base em pu relativa aos períodos da ultima e da penúltima leitura de consumo;

· Coletar as temperaturas horárias do período dos meses descritos no item anterior e corrigir os valores em pu em função da variação de temperatura;

· Para cada mês, calcula-se o kW equivalente, através da seguinte expressão:
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(6)
onde j é a data, i é a hora, Cij são os valores da curva de carga em pu em cada dia/hora, kWhm é a energia lida no mês m e kWeqm é a demanda equivalente referente ao mês m, valor que multiplicado pela demanda horária em pu resulta na energia consumida no horário, ou seja, 
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· Contar os dias da penúltima leitura que compõem o mês calendário e multiplicar o valor horário da demanda em pu pelo respectivo valor equivalente. Fazer isso para todos os horários inclusos no mês calendário. Somar as demandas obtidas. Fazer o mesmo para a última leitura. Somar as duas parcelas para se obter o consumo do mês cheio.

7. CONCLUSÕES

O presente trabalho apresentou novas técnicas para o cálculo do balanço energético que proporcionam maior precisão na estimativa do consumo faturado ao longo do mês calendário, facilitando a identificação e o mapeamento das perdas comerciais.

Dentre as principais inovações apresentadas, destacamos:

· A identificação de famílias de curvas de carga características por meio de redes neurais, utilizando redes de Kohonen de uma forma inédita e de rápido processamento.

· A classificação dos clientes nas diferentes famílias de carga conforme o perfil do cliente, a época do ano e o dia da semana, por meio de métodos de classificação utilizando lógica fuzzy.

· O ajuste das curvas de carga previstas para cada consumidor a cada dia, em função da variação da temperatura ao longo do dia coletada de estações meteorológicas.

Os seguintes aspectos poderiam ser aprimorados na metodologia proposta:

· Seria desejável que a amostra de clientes utilizada para construir a base de conhecimento do sistema contivesse, além das curvas de carga, as curvas de temperatura nos dias medidos. Como os dados da campanha de medidas não incluíam as curvas de temperatura, foi necessário fazer a associação carga x temperatura utilizando curvas de carga medidas na saída dos alimentadores. Embora cada alimentador tenha sido classificado na família que melhor refletia sua curva de carga, o fato de essas curvas de carga incluirem consumidores com diferentes perfis pode ter prejudicado parcialmente a qualidade dessa correlação.

· Seria desejável também que fossem incluídas na análise fuzzy uma maior quantidade de informações a respeito do perfil do cliente, tais como perfil sócio-econômico de clientes residenciais, tipo de atividade de clientes comerciais e industriais, etc. Estas informações adicionais certamente enriqueceriam a qualidade do processo de classificação. 
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