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Resumo : Uma informação fundamental na operação do Sistema Elétrico Brasileiro é a previsão da carga própria mensal, discretizada para cada semana operativa e atualizada semanalmente por cada concessionária de distribuição. A partir destas previsões e das informações dos geradores e cenários de armazenamento e afluências hidrológicas, o Operador Nacional do Sistema (ONS) elabora o Programa Mensal de Operação (PMO) e determina o despacho ótimo de geração para atender a carga do sistema interligado. 

Com o intuito de melhorar a precisão e incrementar o grau de automação das previsões de carga própria que a COELBA informa ao ONS, este artigo propõe a utilização de 7 RNA´s, uma para cada semana do horizonte de previsão. 

As variáveis explicativas usadas como entradas das redes são: indicador de feriados nas semanas operativas do horizonte de previsão, indicador do mês a que pertencem as semanas operativas do horizonte de previsão, consumo acumulado semanal do histórico, média das temperaturas semanais do hsitórico. No artigo são apresentados os resultados obtidos a partir de um conjunto de dados observados de consumo e temperatura que mostram o bom desempenho das RNA’s quando comparadas com técnicas de amortecimento exponencial, que vêm sendo usadas pela COELBA para o horizonte do PMO.

1. INTRODUÇÃO

Uma informação fundamental para a operação do Sistema Elétrico Brasileiro (SEB) é a previsão de carga mensal, discretizada semanalmente, elaborada pelas concessionárias de distribuição de eletricidade. A partir destas previsões e das informações dos geradores e cenários de armazenamento e afluências hidrológicas, o Operador Nacional do Sistema (ONS) elabora o Programa Mensal de Operação (PMO) e determina o despacho ótimo de geração para atender a carga do sistema interligado. As previsões de carga própria  realizadas no PMO são revisadas semanalmente pelas distribuidoras e enviadas ao ONS para que ele ajuste o despacho da geração nas semanas subseqüentes. As variáveis necessárias para realizar esta previsão são: demanda em MWh (posteriormente convertidos em MW-médios) em base semanal e demanda máxima semanal em MW. Neste estudo é considerada somente a primeira variável.

A literatura técnica apresenta uma variedade de metodologias que podem ser empregadas na previsão de curto-prazo do consumo de energia elétrica [1-5]. Esta variedade de técnicas reflete a busca por métodos capazes de gerar previsões mais precisas, o que propicia um melhor uso da capacidade instalada do sistema elétrico. O impacto que esta atividade causa na operação, planejamento, comercialização, entre outras, tem incrementado os estudos no sentido de aperfeiçoar as ferramentas teóricas disponíveis, objetivando obter previsões cada vez mais confiáveis.

Algumas concessionárias de distribuição realizam previsões de carga mensal para um mês à frente e desagregam esta previsão mensal em previsões semanais por meio de diversos métodos; alguns empíricos, baseados fundamentalmente no comportamento passado da carga e na experiência dos engenheiros. São utilizados também, modelos estatísticos [6] tradicionais (modelos Box & Jenkins, Holt-Winters e regressão linear) além de técnicas de inteligência artificial, onde se destacam as redes neurais artificiais (RNA) [7,8], uma classe de modelos matemáticos inspirados na estrutura cerebral e que apresentam grande capacidade de aprendizagem e generalização. 

Com o intuito de melhorar a precisão e automação das previsões de carga própria que a COELBA informa ao ONS, este artigo propõe a utilização de 7 RNA´s, uma para cada semana do horizonte de previsão. Primeiro faz-se uma previsão da carga própria usando 7 RNA´s diferentes uma para cada semana do horizonte, para posteriormente, na data das revisões semanais, serem utilizadas tantas redes quantas semanas restem do mês operativo. 

As redes utilizadas são do tipo feed-forward com 1 camada oculta, com no máximo 5  neurônios na camada escondida e 1 neurônio na camada saída. As variáveis explicativas usadas como entradas da rede são: indicador de feriados nas semanas operativas do horizonte de previsão, indicador do mês das semanas operativas do horizonte de previsão, consumo acumulado semanal  em MWh  das semanas anteriores, e média das temperaturas semanais das semanas anteriores. No artigo são apresentados os resultados obtidos a partir de dados reais que mostram o bom desempenho da RNA quando comparada com técnicas de amortecimento exponencial, que vêm sendo  usadas pela COELBA para  o horizonte do PMO.

A seguir, no item 2 tem-se uma breve introdução aos conceitos de Redes Neurais Artificiais; no item 3, são abordados tópicos sobre previsão de carga, usando redes neurais; no item 4 são explicadas algumas características do modelo Holt-Winters usado neste estudo; no item 5, são expostos conceitos sobre implementação de RNA´s para previsão de carga e no item 6 são apresentados os resultados e comparações entre os diferentes modelos usados. Finalmente, no item 7 são resumidas as principais conclusões e considerações finais deste trabalho.

2. REDES NEURAIS

As redes neurais artificiais (RNA’s) são modelos matemáticos inspirados nas capacidades de aquisição e generalização do conhecimento, duas características das estruturas neurais biológicas. O cérebro humano é composto por cerca de 100 bilhões de células nervosas, conhecidas por neurônios, que se conectam massivamente umas as outras através de ligações eletroquímicas, denominadas sinapses, formando uma grande rede de processamento. Cada neurônio recebe estímulos através dos dendritos, os processa em seu corpo celular e, dependendo do seu estado de ativação, gera e transmite um estímulo pelo seu axônio para que atinja outros neurônios. A estrutura e o funcionamento do neurônio biológico podem ser modeladas pelo neurônio artificial indicado na figura 1.
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FIGURA 1 – Neurônio Artificial de McCulloch&Pitts

No neurônio artificial os N terminais de entrada representam os dendritos e o único terminal de saída representa o axônio. A intensidade das sinapses é representada pelos pesos (w) nos terminais de entrada, cujos valores podem ser negativos ou positivos, definindo sinapses inibidoras ou excitadoras respectivamente. De forma análoga ao que acontece no cérebro humano, onde as sinapses são reforçadas ou enfraquecidas, os pesos são ajustados durante a evolução do processo de aprendizagem da rede.

O comportamento do corpo celular é emulado por um mecanismo que faz a soma ponderada dos valores recebidos (cálculo do net). No modelo mais simples, esta soma ponderada é comparada com um limiar (. Neste modelo, a função de ativação que relaciona a resposta do neurônio com a soma ponderada dos valores recebidos é uma função degrau : se 
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o neurônio é ativado e produz uma saída igual a 1, caso contrário o neurônio não dispara e a saída é zero. Enfim, o corpo celular é responsável pelo mapeamento dos sinais de entrada em um único sinal de saída. 

As RNAs são sistemas paralelos distribuídos, compostos por unidades de processamento simples (neurônios) dispostas em uma ou mais camadas que são interligadas por um grande número de conexões geralmente unidirecionais e com pesos para ponderar a entrada recebida por cada neurônio. Através de uma analogia com o cérebro humano, pode-se afirmar que os pesos das conexões armazenam o conhecimento ou a memória da rede neural. 

A organização de vários neurônios artificiais em uma estrutura e a forma de como eles se interligam define a arquitetura de uma RNA. A arquitetura mais usual é a rede neural Multi Layer Perceptron (MLP) com três camadas, conforme mostra a figura 2.
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FIGURA 2 –Rede MLP com três camadas
A primeira camada da rede é a camada de entrada, sendo a única camada exposta aos sinais externos. Esta camada transmite os sinais recebidos para os neurônios da próxima camada, conhecida como camada escondida. Os neurônios das camadas escondidas extraem as características relevantes ou padrões dos sinais de entrada e transmitem o resultado para a camada de saída, a última camada da rede. A definição da arquitetura envolve a definição dos seguintes parâmetros : número de camadas escondidas, número de neurônios em cada camada e o tipo de conexão entre os neurônios.

A definição do número de camadas escondidas e do número de neurônios em cada camada é feita de forma empírica e depende da distribuição dos padrões de entrada, quantidade de ruído presente nos exemplos de treinamento e da complexidade da função a ser aprendida.

A etapa de aprendizagem consiste em um processo iterativo de ajuste dos pesos das conexões entre as unidades de processamento. O aprendizado pode acontecer, basicamente, de duas formas distintas: supervisionado e não supervisionado.

A literatura técnica apresenta uma variedade de métodos para treinar redes do tipo MLP, sendo que o mais usado é o backpropagation, um algoritmo de treinamento supervisionado que utiliza pares (entrada, saída desejada) para através de um mecanismo de correção de erro, ajustar os pesos da rede. 

O aprendizado supervisionado consiste em apresentar padrões de entrada e saída desejada à RNA. Quando a saída gerada pela rede, a partir dos cálculos efetuados com o padrão de entrada e os pesos correntes, difere da saída desejada, os pesos são ajustados de forma a reduzir o erro. Essa dinâmica é repetida por todo conjunto de padrões (pares entradas e saídas) inúmeras vezes, até que a taxa de erro esteja dentro de uma faixa considerada satisfatória.

No algoritmo backpropagation [7,8] o ajuste dos pesos se dá pela execução de um processo de otimização realizado em duas fases : fase forward e fase backward, conforme mostra a figura 3, onde os pesos são definidos de forma a minimizar a soma dos quadrados dos erros :
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onde p é o número de padrões de treinamento (padrões de entrada e saída), n é o número de neurônios da camada de saída, dj é a saída desejada para o j-ésimo neurônio da camada de saída e yj é a saída gerada pelo j-ésimo neurônio da camada de saída.
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FIGURA 3 –Fases Forward  e  Backward  do algoritmo de Backpropagation
Na fase forward é apresentado um padrão de entrada a rede e uma saída utilizada para definir a saída da rede para um dado padrão de entrada. Na fase backward este erro é utilizado para ajustar os pesos dos neurônios da camada de saída. 

Para minimizar a soma dos quadrados do erro o backpropagation se baseia no método gradiente descendente, por isso, afim de que esse método seja utilizado a função de ativação precisa ser contínua, diferenciável e de preferência não decrescente, por exemplo, a função logística. O algoritmo backpropagation pode ser resumido nas seguintes operações :

1º Passo  - Inicialize aleatoriamente os pesos da rede e faça o contador de épocas (t.) igual a zero.

2º Passo - Apresente uma época de exemplos de treinamento a rede. Uma época indica o número de vezes que o conjunto de treinamento, ou melhor, os padrões de entrada (x) e o respectivo padrão de saída (yd) são apresentados a rede. Para cada exemplo de treinamento realizar os passos 3 e 4 a seguir.

3º Passo – Fase forward: : Propague o padrão de entrada (Xp) para frente, camada por camada, até chegar na camada de saída. Para cada neurônio calcular a combinação dos sinais recebidos da camada anterior  
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 é a saída produzida pelo neurônio i da camada anterior I-1 e 
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 é o peso sináptico da conexão do neurônio j na camada I com o neurônio i da camada anterior I-1.  Para i=0 tem-se o viés aplicado ao neurônio j na camada I : 
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. Se o neurônio j está na primeira camada oculta, i.e., I=1 
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. No final calcule o erro, ou seja a diferença entre a resposta desejada e a resposta fornecida pela rede:
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4º Passo – Fase backward : Propague o erro calculado no passo 2 para trás, começando na camada de saída e terminando na camada de entrada. Neste processo ajuste os pesos da seguinte forma :
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onde ( é a taxa de aprendizagem, 
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 é a resposta do neurônio i situado na camada anterior I-1 e 
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é o gradiente local do neurônio j da camada I, definido de acordo com a localização do neurônio na rede. Se a camada I onde está o neurônio é uma camada de saída tem-se : 
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Mas se a camada I onde o neurônio estiver em uma camada escondida o seu gradiente local é :
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onde m é número de neurônios da camada I+1, 
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 é o gradiente local do neurônio k situado na camada I+1 e 
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5º Passo – Após terminar uma época de exemplos faça t=t+1, e itere para frente e para trás (passos 3 e 

4). Pare apenas quando o critério de parada
 for satisfeito.

A construção de um modelo baseado em Rede Neural Artificial (RNA) envolve a busca da melhor configuração para a rede, i.e., a definição do número adequado de camadas escondidas e a definição da quantidade ideal de processadores nestas camadas. A inexistência de regras que definam claramente a configuração adequada faz desta busca um processo empírico que demanda um longo tempo de processamento, onde diferentes configurações devem ser avaliadas. Entretanto, deve-se sempre empregar o princípio da parcimônia, e saber que uma rede com apenas uma camada oculta é capaz de aproximar qualquer tipo de função contínua, embora em algumas situações específicas duas camadas poderiam ser usadas [9].

Embora não existam leis que definam a configuração ótima, existem algumas propriedades que regem a convergência do algoritmo de treinamento, bem como a capacidade de generalização das RNA´s. O conhecimento destas propriedades orienta o processo de busca da configuração ótima e permite obter melhores resultados.

Em uma rede neural pequena há dificuldade de armazenar todos os padrões necessários e por isso a convergência do algoritmo de treinamento é mais lenta. Em uma rede pequena os processadores ficam sobrecarregados e lidam com muitas restrições na tentativa de encontrar uma representação ótima. Porém, deve-se ter o cuidado de não utilizar processadores demais, pois a rede pode memorizar os padrões de treinamento, ao invés de extrair as características gerais que permitirão o reconhecimento de 

padrões não vistos durante o treinamento. 

Com relação às redes com mais de uma camada escondida é importante observar que cada vez que o erro é propagado para a camada anterior, ele se torna menos útil e preciso. Apenas a camada imediatamente anterior à camada de saída tem  uma noção precisa do erro, todas as camadas escondidas anteriores recebem uma estimativa do erro. Por esta razão a convergência dos pesos destas camadas é mais lenta. 

No método Backpropagation, o peso sináptico i do elemento processador j é atualizado de acordo com a seguinte regra entre as iterações t e t+1:
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onde 
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O Backpropagation é inspirado no método do gradiente descendente [8] : dado um ponto w no espaço dos pesos sinápticos, o parâmetro ( controla o tamanho do passo na direção oposta ao gradiente, a ser dado a partir deste ponto, visando minimizar o erro. 

Desta forma, um valor pequeno para ( resulta em uma convergência lenta, enquanto um valor de maior magnitude para ( acelera a convergência do treinamento, seja em redes com apenas uma camada escondida, ou em redes mais complexas, como a rede com duas camadas escondidas.

Entretanto, a taxa de aprendizado não deve ser nem muito pequena e nem muito grande, pois com uma taxa pequena pode-se ficar preso em um mínimo local e a rede neural não conseguir aprender com a precisão especificada, por outro lado, valores grandes para a taxa de aprendizado tornam o treinamento instável, com fortes oscilações nos pesos de uma iteração para outra e o algoritmo de treinamento pode não convergir. 

Para acelerar o treinamento, porém evitando a instabilidade no ajuste dos pesos, adiciona-se o termo momento (() no incremento dos pesos a cada iteração :
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Nas regiões em que o gradiente aponta no mesmo sentido, a consideração do termo momento reforça o sinal dado pelo gradiente e acelera o treinamento, por sua vez,  nas regiões em que o gradiente muda de direção, o termo  momento  suprime a oscilação nos pesos.

3. PREVISÃO USANDO RNA 

A previsão de valores futuros de uma série temporal, por meio de uma RNA, inicia com a montagem do conjunto de treinamento, que depende da definição do tamanho da janela de tempo para os valores passados das variáveis explicativas e do horizonte de previsão.

O padrão de entrada é formado pelos valores passados das variáveis explicativas e a saída desejada é o valor a observação da série temporal no horizonte de previsão. A figura 4 ilustra como deve ser construído o conjunto de treinamento :
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FIGURA 4 - Montagem do conjunto de treinamento

O treinamento da rede consiste em mover as janelas de entrada e saída ao longo de toda série temporal. Cada par de janelas entrada/saída funciona como um padrão de treinamento e deve ser apresentado repetidas vezes até que o algoritmo de aprendizado alcance a convergência.

4. MODELO DE PREVISÃO HOLT-WINTERS

A seguir, faz-se uma breve exposição sobre o modelo de Holt Winters (HW) [6], um modelo de amortecimento exponencial, cujos resultados são comparados com os obtidos pela RNA. O modelo utilizado em questão foi um modelo com nível,  tendência linear e sazonalidade multiplicativa.

O modelo HW envolve três parâmetros de amortecimento, os quais descrevem nível, tendência e sazonalidade. A equação de previsão do modelo é :
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onde:

m : “lead time” da previsão
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Sendo cada índice obtido da seguinte maneira :
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onde:
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: Parâmetro de amortecimento para os níveis das séries
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: Parâmetro de amortecimento para a tendência das séries
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: Parâmetro de amortecimento para os índices de sazonalidade.

Os parâmetros do modelo utilizado neste estudo são apresentados na tabela 1.

TABELA 1. Modelo de Holt-Winters

	Coamponente
	Coeficiente de Amortecimento
	Valor Final

	Nível
	0,42846
	239,97

	Tendência
	0,00778
	0,38665

	Sazonalidade
	1.00000
	---


5. IMPLEMENTAÇÂO DA PREVISÃO DE CARGA COM RNA

A evolução temporal da demanda por energia elétrica é explicada por fatores sócio-econômicos e metereológicos. As variáveis sócio-econômicas evoluem com uma dinâmica bastante lenta e no curto-prazo não têm efeito sobre a carga. Por outro lado, a curva de carga diária normalmente segue o perfil da curva de temperatura e os picos de demanda coincidem com os valores extremos de temperatura. Portanto, as variáveis climáticas governam a carga no curto-prazo. É importante ressaltar que o padrão de carga dos dias úteis difere dos dias do final semana, como também o padrão de carga dos feriados é diferente dos dias normais.

Com relação ao tipo de rede neural a ser utilizada na previsão de curto prazo, a maioria dos autores utiliza redes multicamadas que podem ser classificadas em dois grupos, de acordo com o número de neurônios de saída. 

No primeiro grupo estão os modelos com apenas um nó na camada de saída, normalmente usados para prever o valor de carga uma hora a frente, o pico de carga no próximo dia, ou a carga total no próximo dia. 

No segundo grupo estão aqueles que têm vários neurônios como saída com o objetivo de prever uma seqüência de cargas horárias. Tipicamente as redes deste segundo grupo  possuem 24 neurônios para prever as 24 horas do dia subseqüente e são conhecidas como perfil de carga.

Em [10] são usadas três pequenas redes para prever carga horária, consumo total e pico de carga. As RNA’s com um só neurônio de saída também têm sido usadas para prever perfis de carga de duas diferentes formas: a primeira realizando uma previsão horária de cada vez, a segunda forma é usar 24 RNA’s em paralelo uma para cada hora do dia.

Neste trabalho, com o objetivo de gerar previsões de consumo semanal acumulado até sete semanas a frente, adotou-se a arquitetura do primeiro grupo de redes, assim foram construídas sete RNA´s uma para cada semana do horizonte de previsão. Esta abordagem foi escolhida, pois permite encontrar a arquitetura mais adequada para cada semana do horizonte de previsão. 

Diante destas considerações, foram selecionadas as seguintes variáveis explicativas na previsão de carga semanal:

· média das temperaturas semanais das semanas anteriores;

· variável binária para indicar a presença ou não de feriadas na semana do horizonte de previsão;

· variável para indicar o mês da semana operativa do horizonte de previsão;

· consumo acumulado semanal das semanas anteriores.

As redes utilizadas são do tipo feed-forward com 1 camada oculta, com no máximo 5 neurônios na camada de entrada e 1 neurônio na camada saída. As defasagens das variáveis explicativas, usadas em cada uma das sete redes é apresentada na tabela 2. 

TABELA 2. Variáveis explicativas usadas para treinamento das RNA´s

	
	Variáveis de Entrada das RNA´s

	Rede 1-P
	Ct-1
	Ct-2
	Ct-3
	Tt-1
	Tt-2
	Tt-3
	Mt
	Ft

	Rede 2-P
	Ct-2
	Ct-3
	Ct-4
	Tt-2
	Tt-3
	Tt-4
	Mt
	Ft

	Rede 3-P
	Ct-3
	Ct-4
	Ct-5
	Tt-3
	Tt-4
	Tt-5
	Mt
	Ft

	Rede 4-P
	Ct-4
	Ct-5
	Ct-6
	Tt-4
	Tt-5
	Tt-6
	Mt
	Ft

	Rede 5-P
	Ct-5
	Ct-6
	Ct-7
	Tt-5
	Tt-6
	Tt-7
	Mt
	Ft

	Rede 6-P
	Ct-6
	Ct-7
	Ct-8
	Tt-6
	Tt-7
	Tt-8
	Mt
	Ft

	Rede 7-P
	Ct-7
	Ct-8
	Ct-9
	Tt-7
	Tt-8
	Tt-9
	Mt
	Ft


Onde Ct  é o consumo de energia acumulado na semana operativa t,  Ct-N é o consumo de energia acumulado na semana t-N,  Tt-N é a temperatura média da semana t-N,  Mt é o indicador de sazonalidade (mês a que pertence a semana a ser prevista, entre 0-12) e Ft  é o  indicador de dias feriados da semana a ser prevista (0 quando não tem, do contrário 1) e 1-P significa previsão de um passo à frente. Na tabela 2, pode-se observar que a janela de entrada de todas as redes é formada por 3 valores passados, sendo que as janelas de saídas mudam de rede para rede; assim a Rede 1-P, tem uma janela de saída de 1 passo à frente, a Rede 2-P de 2 passos à frente, e assim por diante.

6. RESULTADOS

A partir da definição das janelas de entrada e saída para cada uma das RNA’s, foram criados os dados para treinamento (in sample) e testes (out sample). O histórico utilizado começa a partir da primeira semana operativa de junho de 2002 (entre 01/06/2002 e 07/06/2002) e termina na quarta semana operativa de julho de 2004 (entre 19/07/2004 e 26/07/2004) somando ao todo 108 semanas operativas. 

Os dados utilizados para treinamento foram 76 semanas, sendo que para os testes foram utilizados os dados restantes, os quais decrescem em função do horizonte de previsão da rede. As temperaturas usadas correspondem a uma média das máximas temperaturas ocorridas nas semanas operativas do histórico disponível. As redes utilizadas possuem no máximo 8 entradas, 3 neurônios do tipo TANSIG na camada escondida com um neurônio com função de transferência linear na camada de saída. O algoritmo de treinamento utilizado foi o Backpropagation  e o critério de parada utilizado foi um número pré-definido de iterações. As taxas de aprendizado foram os valores default do toolbox de redes neurais do Matlab 6.0 [11].

6.1 RESULTADOS REDE 1-P 

A modo de exemplo são expostos os resultados da Rede 1-P (um passo à frente), quando comparada com o modelo Holt-Winters. A seguir, na figura 5(a) tem-se uma comparação do histórico usado no treinamento da rede, com as previsões geradas pela rede uma semana a frente (comparação in sample). O resultado revela um bom ajuste ao histórico. Já a figura 5(b) apresenta uma comparação das previsões da Rede 1-P (uma semana a frente) com os dados não utilizados no treinamento da rede (comparação out sample). 
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                                   (a)                                                                                  (b)

FIGURA 5 – série observada E as previsões da Rede 1-P (in sample e out sample)

A seguir, as figuras 6(a) e 6(b) apresentam alguns resultados referentes ao modelo de amortecimento exponencial Holt-Winters. Na figura 6(a) tem-se uma comparação do histórico usado no ajuste do modelo, com as previsões geradas (comparação in sample). Já na figura 6(b) tem-se uma comparação das previsões obtidas pelo modelo Holt-Winters com os dados do histórico não utilizados no ajuste do modelo (comparação out sample). Os resultados do ajuste são positivos, porém se observa um fraco desempenho na previsão dos dados out-sample.
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FIGURA 6 – série observada E as previsões HW (in sample e out sample)

Os resultados anteriormente explicados podem ser resumidos na figura 7, onde verifica-se o bom desempenho da RNA 1-P em comparação ao método de Holt- Winters (HW). Isto fica evidente quando são comparadas as estatísticas de previsão apresentadas na tabela 3.
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FIGURA 7 –série observada E previsões da Rede 1-P  e  H-W (out sample)

TABELA 3 – Comparação da RNA com Holt-Winters.

	
	
	
	

	
	RMSE
	MAD
	MAPE
	R2

	AJUSTE H-W
	5,212
	4,025
	1,805%
	0,762

	PREVISAO H-W
	17,404
	13,993
	6,212%
	0,026

	AJUSTE RN (1-P)
	4,2389
	3,1503
	1,421%
	0,844

	PREVISAO RN (1-P)
	8,2908
	6,0161
	2,677%
	0,353


6.2 RESULTADOS PARA O HORIZONTE DE 7 SEMANAS.

A seguir são apresentados os resultados de cada uma das redes treinadas neste estudo. Particularmente é avaliado o primeiro valor previsto por cada uma das redes de forma individual e comparada com a série de valores realizada.  Cabe ressaltar que a Rede 1-P só é utilizada para prever um passo à frente, sendo que a Rede 2-P somente realiza a  previsão de dois passos à frente, o mesmo critério é aplicado para as demais redes. Desta forma a série de valores previstos é formada pelas diferentes previsões individuais. Os resultados também são comparados com os valores previstos pelo modelo Holt-Winters para o horizonte em questão.

As previsões e os valores em GWH, observados no período de previsão, são apresentados na tabela 4, enquanto os desvios entre as previsões e os valores observados são apresentados na tabela 5. Os resultados confirmam o bom desempenho do conjunto de redes neurais. Os resultados gráficos podem ser observados na figura 8.

TABELA 4. Previsões e Valores Observados em GWh semanal.
	
	Horizonte de Previsão

	
	1-P
	2-P
	3-P
	4-P
	5-P
	6-P
	7-P

	Realizado
	244,72
	245,69
	234,15
	217,21
	226,43
	213,07
	213,86

	Holt-Winters
	249,51
	241,53
	241,67
	230,29
	224,47
	249,68
	248,90

	Rede 1-P
	240,81
	-
	-
	-
	-
	-
	-

	Rede 2-P
	-
	245,13
	-
	-
	-
	-
	-

	Rede 3-P
	-
	-
	236,96
	-
	-
	-
	-

	Rede 4-P
	-
	-
	-
	223,12
	-
	-
	-

	Rede 5-P
	-
	-
	-
	-
	222,97
	-
	-

	Rede 6-P
	-
	-
	-
	-
	-
	208,15
	-

	Rede 7-P
	-
	-
	-
	-
	-
	
	208,57


TABELA 5. Desvio percentual entre os valores previstos e observados

	
	Horizonte de Previsão

	
	1-P
	2-P
	3-P
	4-P
	5-P
	6-P
	7-P

	Holt-Winters
	1,96%
	1,69%
	3,21%
	6,02%
	0,86%
	17,19%
	16,38%

	Rede 1-P
	1,60%
	-
	-
	-
	-
	-
	-

	Rede 2-P
	-
	0,23%
	-
	-
	-
	-
	-

	Rede 3-P
	-
	-
	1,20%
	-
	-
	-
	-

	Rede 4-P
	-
	-
	-
	2,72%
	-
	-
	-

	Rede 5-P
	-
	-
	-
	-
	1,53%
	-
	-

	Rede 6-P
	-
	-
	-
	-
	-
	2,31%
	-

	Rede 7-P
	-
	-
	-
	-
	-
	
	2,47%
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FIGURA 8: estatísticas dos modelos.

Outro resultado interessante é a comparação das estatísticas que medem a qualidade do ajuste in sample e out sample de cada uma das sete redes neurais, conforme apresentado na tabela 6. Observa-se que todas as redes apresentaram desempenhos in sample compatíveis, independentemente do horizonte de previsão, mas como era de se esperar o desempenho out sample diminui a medida que o horizonte de previsão fica mais longe. 

TABELA 6. Qualidade dos ajustes In Sample e Out sample das 7 RNA´s

	
	Estatísticas das REDES

	
	1-P
	2-P
	3-P
	4-P
	5-P
	6-P
	7-P

	RMSE(in sample)
	4,239
	2,661
	6,054
	5,269
	4,810
	4,967
	2,243

	MAD(in sample)
	3,150
	1,806
	3,958
	3,532
	3,179
	3,981
	1,559

	MAPE (in sample)
	1,42%
	0,81%
	1,77%
	1,59%
	1,43%
	1,79%
	0,70%

	R2(in sample)
	0,844
	0,936
	0,817
	0,753
	0,799
	0,756
	0,949

	RMSE(out-sample)
	8,29
	8,92
	10,57
	9,99
	8,75
	13,26
	17,047

	MAD(out-sample)
	6,02
	7,37
	7,89
	8,28
	7,35
	9,17
	14,223

	MAPE (out-sample)
	2,68%
	3,51%
	3,50%
	3,62%
	3,20%
	4,02%
	6,13%


7. CONCLUSÕES

Neste estudo foram treinadas 7 RNA´s para realizar previsões individuais para um horizonte de 7 semanas operativas. O objetivo foi  aumentar o grau de precisão e automação do processo de previsão de carga no âmbito do PMO/ONS. Foram utilizadas como variáveis explicativas temperaturas médias semanais,  histórico do consumo semanal  de energia e indicadores distintos para definir a sazonalidade das séries, e a existência de feriados. O histórico de consumo e temperatura utilizado compreendeu  108 semanas operativas, o qual foi separado em dois conjuntos : dados de treinamento e dados de testes. O  método de treinamento foi o já tradicional Backpropagation. Cada rede treinada teve como função realizar uma previsão específica, uma vez unidos os resultados individuais foi montada uma série prevista para um horizonte de 7 semanas operativas à frente. Estes resultados foram comparados com os gerados pelo modelo de amortecimento exponencial Holt-Winters e com a série de valores realizados. Os resultados indicam uma grande capacidade de ajuste de ambos os métodos, porém uma superior capacidade de previsão do conjunto de RNA´s. Os modelos obtidos passaram a ser uma nova ferramenta de previsão para os analistas da COELBA. Neste estudo não foi abordada a previsão de demanda máxima semanal, que também faz parte do estudo do PMO/ONS, este tópico será tratado com modelos de RNA´s específicos num futuro trabalho.

Cabe ressaltar que o critério de escolha das variáveis explicativas e o lag das mesmas foi baseado numa bateria de testes e nas limitações do histórico. Porém os autores são conscientes da necessidade de procurar métodos automáticos na definição do espaço de imersão das variáveis explicativas, sendo este tema objeto de novos estudos.
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