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Resumo
Este trabalho apresenta um ambiente computacional baseado em inteligência artificial e mineração de dados para apoio à decisão em ações de combate a perdas comerciais de energia no setor elétrico. É desenvolvida uma solução composta de um Módulo de Estimação do Risco de Ocorrência de Perdas associada a cada consumidor através de uma pontuação (escore), um Módulo de Extração Automática de Conhecimento que gera uma base de regras de indução (causa-efeito) usadas para entendimento do comportamento dos consumidores, e um Módulo de Consultas OLAP que possibilita consultas a um datawarehouse para investigação e cruzamento das informações relevantes associadas ao problema de perdas comerciais.  Resultados produzidos com a avaliação de desempenho em dados históricos a partir de uma base de consumidores contendo mais de 1 milhão de inspeções da Companhia Energética de Pernambuco (CELPE), demonstraram os benefícios da solução nos procedimentos de tomada de decisão para identificação de irregularidades, previsão da energia agregada e potencial de energia.

1. INTRODUÇÃO
A redução do furto, da fraude e da inadimplência está entre os maiores desafios enfrentados pelo Setor Elétrico brasileiro na atualidade, no entendimento da Associação Brasileira de Concessionárias de Energia (ABCE) 15. Particularmente na distribuição de enrgia, estima-se que historicamente as perdas comerciais na rede são responsáveis por uma perda total em torno de 15% da energia comprada pelas Empresas, segundo a Associação Brasileira das Distribuidoras de Energia Elétrica (ABRADEE). De acordo com o Valor Econômico 14, as perdas comerciais por irregularidades geram um prejuízo total da ordem de R$5 bilhões por ano para o país, considerando todas as instituições do Setor Elétrico, incluindo as Empresas de Distribuição, e os Estados e Municípios com a arrecadação de impostos. Pelo cálculo da Agência Nacional de Energia Elétrica (ANEEL) o volume associado com as perdas chegam ao montante de 15 milhões de MWh por ano, o que corresponde a 5% da energia total consumida no país.

As perdas comerciais são relativas àquela energia que foi consumida de fato, porém não foi faturada.  Este tipo de perda é causado por diversos fatores: furto de energia e fraudes, falhas associadas aos processos de faturamento (que inclui erros dos medidores, erros no processo de leitura, erros no faturamento em si, contemplando falhas humanas, e dolo de empregados). As perdas comerciais são calculadas como a diferença entre as perdas globais e as perdas técnicas.

Há ainda um tipo especial de fraudador conhecido como clandestino. O clandestino com rede é aquele que, em uma região eletrificada, se instala em algum local por um período curto de tempo e rouba energia diretamente do poste. Um exemplo comum deste tipo de clandestino são as barracas de vendedores ambulantes, comuns em feiras livres e em festividades em vias públicas. O segundo tipo de fraudador clandestino, o clandestino sem rede, é aquele que, em uma região não eletrificada, rouba a energia de algum ponto da rede elétrica mais próxima.

1.2. COMBATE A PERDAS COMERCIAIS NA CELPE
Na CELPE, várias ações têm sido executadas com o objetivo de reduzir perdas comerciais, entre elas, o investimento em novas tecnologias (equipamentos e sistema de informações), a realização de inspeções e operações especiais e a regularização de ligações de consumidores clandestinos.

Atualmente, a CELPE dispõe de 182 equipes de inspeção técnica (sempre em duplas, totalizando 364 pessoas) distribuídas pelo Estado de Pernambuco, que realizam entre 150.000 e 200.000 inspeções por ano. Cerca de 40% das inspeções realizadas são bem sucedidas.

A programação das inspeções é o primeiro e mais importante passo no fluxo do processo de inspeção, sendo o maior responsável pelo seu grau de sucesso. Para definir estratégias de direcionamento das inspeções 3, a CELPE faz entre outras coisas o uso de:

· Indicações do leiturista, que são orientados a indicar possíveis irregularidades;

· Históricos de consumo, através da análise mensal dos dados históricos de faturamento;

· Informações do sistema comercial, que possibilita a utilização de critérios de geração de ordens de inspeção, como critérios de queda de consumo, equipamento de medição sem evolução de leitura, entre outros;

· Denúncias de fraudes, que podem ser de origem externa (disque denúncia) ou dos próprios empregados.

Há diversos tipos de irregularidades que podem ser encontradas durante uma inspeção técnica e a Tabela 1 relaciona os tipos mais freqüentes.

Tabela 1 – Irregularidades mais Freqüentes (Ano de 2007)
	Descrição da Irregularidade
	% de Representatividade

	Ligação Direta
	38,5%

	Equipamento Avariado
	19,7%

	Desvio
	19,0%

	Selos Violados
	16,9%

	Fraude
	5,9%


2. INTELIGÊNCIA COMPUTACIONAL PARA A REDUÇÃO DE PERDAS COMERCIAIS
Técnicas de inteligência artificial vêm sendo utilizadas com sucesso na classificação de dados, tendo motivado diversas pesquisas em áreas como medicina, economia e engenharia. No setor elétrico, soluções diversas têm sido investigadas com técnicas de inteligência artificial focadas no problema de perdas comerciais. 

Segundo 2, os modelos matemáticos comumente utilizados na identificação de irregularidades na medição se baseiam em análise do histórico de consumo mês-a-mês, onde um fraudador em potencial é percebido pela variação (para menor) acentuada do consumo. Este modelo apresenta falhas por considerar o consumo um valor rígido e por desprezar o efeito da sazonalidade. O trabalho propõe a utilização de redes neurais e lógica fuzzy na melhoria da identificação de consumidores fraudadores. Este trabalho, porém, não utiliza apenas as informações de cadastro da distribuidora, utiliza também resultados de uma pesquisa de posses e hábitos de consumo (PPH) realizadas na empresa. A metodologia proposta classifica grupos de consumidores como adimplente, inadimplente e fraudulento. Para chegar a esta classificação, inicialmente é realizado um agrupamento de indivíduos semelhantes (clusterização) utilizando um tipo de rede neural conhecida como Rede de Kohonen, e em seguida um processo de inferência fuzzy identifica o percentual de consumidores de cada classe dentro dos grupos.

Lógica fuzzy e redes neurais são também as tecnologias utilizadas por 11 na proposta de solução do problema de estimação e localização de perdas comerciais, a partir de informações de consumo de energia, de medições em alguns pontos da rede, e de hábitos de consumo. A metodologia proposta pode ainda ser utilizada na regularização de consumidores clandestinos e na atualização cadastral. Este trabalho faz também uso de algoritmos genéticos em uma metodologia de re-configuração da rede de distribuição primária com o objetivo de minimizar perdas técnicas.

Em 1 é apresentado o processo de gestão de perdas não-técnicas da concessionária ELEKTRO. Algumas ferramentas são utilizadas para auxiliar no direcionamento da geração das ordens de serviço através de estudos estatísticos que determinam a distribuição das irregularidades. Uma visão futura deste processo envolve o desenvolvimento de novas ferramentas, mais inteligentes, utilizando redes neurais e árvores de decisão como métodos de direcionamento para a programação dos serviços e conseqüente otimização dos resultados. Tais modelos estão atualmente em fases de desenvolvimento e teste.

Em 12 propõe-se também um modelo de inteligência artificial para a identificação de irregularidades na medição de demanda e consumo de energia elétrica, considerando as características sazonais não lineares das curvas de carga das unidades consumidoras, que são características difíceis de se representar em modelos matemáticos. A metodologia é baseada em três etapas: categorização, para agrupar unidades consumidoras em classes similares; classificação, para descobrir relacionamentos que expliquem o perfil da irregularidade no fornecimento de energia elétrica e que permitam prever a classe de um padrão desconhecido; e extração de conhecimento sob a forma de regras fuzzy interpretáveis.

3. AMBIENTE DESENVOLVIDO
Este trabalho, em particular, produziu um novo ambiente que utiliza técnicas de mineração de dados 4,5 e inteligência artificial 6,8 para apoio à decisão na priorização de inspeções, redução de perdas comerciais de energia e aumento da recuperação de débitos.

A solução é composta por três subsistemas que se conectam a um datawarehouse (DW) montado com informações oriundas das diversas bases de dados da CELPE para produzir um ambiente de software de apoio à tomada de decisão na implementação das políticas de combate às perdas.  A solução é composta por três subsistemas:

· Um Sistema de Extração Automática de Conhecimento, que tem como objetivo gerar uma base de conhecimento com regras que possibilitam entender as características de comportamento dos clientes quanto às perdas de energia, os perfis existentes e as variáveis relevantes.

· Um Sistema de Estimação do Risco de Ocorrência de Perda, que tem como objetivo estimar o risco de ocorrência de perdas comerciais associado com cada contrato, bem como estimar kWh recuperado e agregado, escalonando os clientes prioritários para inspeção.

· Um Sistema de Consultas OLAP, que possibilita consultas ao datawarehouse (DW) para segmentação dos clientes, controle na definição de parâmetros de decisão de forma a otimizar indicadores de desempenho, melhor compreensão sobre o comportamento dos consumidores e avaliação do impacto das ações nas perdas comerciais.

Inicialmente, as diversas informações disponíveis nas fontes de dados dos sistemas da CELPE são integradas em visões de data-marts, objetivando a composição de um datawarehouse voltado para a redução de perdas comerciais. A arquitetura de funcionamento é ilustrada na Figura 1.
	Figura 1 – Geração do Data Warehouse a partir das diversas fontes de informações da CELPE
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 O Sistema de Extração Automática de Conhecimento conecta-se ao datawarehouse para a geração de uma base de conhecimento de regras de associação 6,10, através de um componente Indutor de Regras, conforme mostrado na Figura 2. O módulo Visualizador de Regras possibilita que o usuário navegue nas regras geradas de acordo com filtros e conjuntos de parâmetros.
	Figura 2 – Macro-arquitetura do Sistema de Extração Automática de Conhecimento
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A função primordial desse sistema é permitir que especialistas humanos possam visualizar e pesquisar regras de conhecimento geradas a partir de uma base de dados, para a descoberta de conhecimento útil e estratégico escondidos nos dados quanto às perdas de energia. O Quadro 3.1 apresenta um exemplo hipotético de uma regra de conhecimento:
Quadro 3.1 – Exemplo de uma regra de associação

SE o cliente teve inspeção nos últimos três meses E cliente teve perdas comerciais nos últimos três meses, ENTÃO a probabilidade do cliente ter perda kWh agregado é de 87.50%, representando 4% da base a ser inspecionada.

O Sistema de Estimação do Risco de Ocorrência de Perda analisa os dados dos consumidores, indicando quais devem ser inspecionados prioritariamente. O sucesso no combate às perdas pode ser medido pela taxa de acertos nas inspeções e pela quantidade de kWh agregado e recuperado por inspeção. A priorização das inspeções pode ser vista por duas óticas distintas: a primeira estima a chance de obtenção de kWh agregado após uma ação de inspeção, enquanto a segunda estima a chance de kWh recuperado. Identificar as unidades consumidoras que possuem maior probabilidade de fraude aumenta a taxa de acerto das inspeções, e saber priorizá-las de acordo com o perfil de consumo eleva o kWh agregado e recuperado.
Além disso, a base de regras de conhecimento alimenta o sistema de estimação de risco para que seja possível explicar a razão daquela ação de inspeção estar sendo direcionada, através da identificação de regras de classificação que possam apresentar uma justificativa para a pontuação apresentada para o contrato.
A Figura 3 apresenta a arquitetura do Sistema de Estimação do Risco. O sistema é composto por dois componentes: o componente servidor e o componente cliente. O componente cliente é a aplicação através da qual o usuário do sistema interage com o servidor. É o cliente que diz ao servidor quais contratos analisar, como e quando. As entradas do sistema são o datawarehouse, onde estão armazenadas todas as informações necessárias dos contratos, e a base de conhecimento de regras, onde estão as regras de classificação que o servidor poderá analisar para verificar que contratos casam com quais regras. A saída do sistema são os riscos estimados de se agregar ou recuperar energia elétrica, bem como as estimativas em kWh destas energias. As saídas relativas à energia agregada são para algum período de tempo futuro, por exemplo, os 12 meses seguintes.
	Figura 3 – Macro-arquitetura do Sistema de Estimação do Risco de Ocorrência de Perda
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O Sistema de Consultas OLAP possibilita consultas ao datawarehouse para segmentação sistemática dos clientes sob os diversos aspectos relativos à aplicação. A Figura 4 mostra os principais elementos associados ao Sistema de Consultas OLAP. O usuário opera o sistema, que é alimentado diretamente com informações do datawarehouse. As regras armazenadas no Sistema de Extração Automática de Conhecimento estão disponíveis para guiar o usuário na análise de um determinado perfil de contratos. O usuário pode, por exemplo, estar interessado em observar o comportamento dos consumidores identificados pela numeração dos contratos que casam com uma regra que indica um alto risco médio estimado de perda para os contratos recentes localizados em um determinado bairro.

	Figura 4 – Sistema de Consultas OLAP
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4. FONTES DE DADOS UTILIZADAS
Os dados empregados na solução provêm de diversas fontes, umas com captura automática, outras com entrada manual de dados. Algumas fontes tratam das ocorrências do ponto de vista de gestão do cliente e histórico de contas, enquanto outras tratam de informações relativas a perdas, inadimplência, consumo, e desempenho. As diversas fontes de dados compreendem:
· Histórico de Consumo (BTM – Base Transitória de Mercado), com informações acumuladas do mês relativas ao histórico de consumo e faturamento;

· Contratos - base dos clientes ativos (carteira de contratos);

· Ordens de Trabalho - base com as ordens de trabalho emitidas para visita;

· Contas a Receber - informações sobre as dívidas dos clientes;

· Inspeções Técnicas de Medição - base das inspeções realizadas;

· Cadastro Geo-referenciado - dados geo-referenciados, através de coordenadas UTM, que fornecem a localização física dos elementos da rede relacionados aos contratos (transformador, alimentador e subestação);

· Ocorrência de leitura (SGL – Sistema Gerenciador de Leitura) - base com informações colhidas  pelos leituristas;

· Gerenciador de Contratos - informações relativas a indicadores sobre ações realizadas pela equipe para detecção de perdas;

· Perdas por Alimentador - dados do Relatório Mensal de Estudo de Perdas por Alimentador;

· BI – Business Intelligence - data mart reunindo diferentes visões de diversas bases.
5. SOLUÇÃO TÉCNICA DESENVOLVIDA
A solução técnica desenvolvida objetivou construir um classificador capaz de separar os contratos dos consumidores  potencialmente causadores de perdas daqueles não-causadores. O Departamento de Gestão de Perdas (OGP) da CELPE, durante a seleção dos contratos que deverão ser inspecionados, poderá se basear na lista dos clientes identificados como potenciais causadores de perdas, ordenada pelas quantidades estimadas de energia recuperada e energia agregada.

5.1. REDES NEURAIS ARTIFICIAIS
Redes neurais do tipo perceptrons multicamadas, multilayer perceptrons (MLP), treinadas com o algoritmo error backpropagation [20], têm sido o modelo de rede neural artificial mais freqüentemente utilizado em aplicações práticas de classificação de padrões. Dentre as características mais atraentes das redes neurais artificiais destacam-se a excelente capacidade de generalização, a simplicidade de operação, a capacidade de realizar aproximação universal de funções 9 e o fato de as saídas das redes poderem se aproximar das probabilidades a posteriori do ponto de vista Bayesiano. 

Uma rede MLP é composta por um conjunto de unidades de processamento estruturadas em camadas, sendo uma camada de entrada que apenas representa as informações, uma ou mais camadas intermediárias (camadas escondidas) e uma camada de saída. A operação de treinamento da rede inclui duas fases distintas. Na primeira fase (forward pass), um padrão de entrada é apresentado para a camada de entrada e as unidades de processamento calculam, camada por camada, funções de ativação até que um conjunto de respostas é finalmente obtido na camada de saída. Na segunda fase (backward pass), há a mensuração do erro observado entre as saídas produzidas pelas unidades da camada de saída e as saídas desejadas para o padrão de entrada. O erro é então propagado a partir da camada de saída até a camada de entrada e os pesos de cada camada são ajustados de tal forma que a diferença entre as saídas da rede e as saídas desejadas seja minimizada. 

O algoritmo backpropagation 8 é um método que implementa uma busca por soluções (mínimo erro) utilizando o gradiente descendente em um espaço de pesos (os parâmetros ajustáveis da rede MLP). Isto implica que o objetivo do método é a computação eficiente de derivadas parciais de uma certa função F(W; Xp) implementada pela rede neural (que aproxima a função desejada para solucionar a tarefa) através do vetor de pesos W para um dado vetor de entrada Xp. O emprego dessas derivadas para ajustar os pesos da rede garante a minimização do erro quadrático nas saídas da rede, para o conjunto de treinamento fornecido.

A operação de cada unidade de processamento uj é definida pela ativação da unidade em respeito as suas entradas (oij) (onde opi = xi se a unidade ui conectada a unidade uj for uma unidade de entrada), dada por Σi = wij opi, e por uma função de ativação semi-linear ƒj que fornece a saída da unidade: opi = ƒj(netpj).

O erro da camada de saída é dado por Ep = ½ Σi=1 (tpj-opj)2, onde opj é a saída atual da unidade uj e tpj é a saída desejada. Com o intuito de minimizar o erro da rede neural, as mudanças dos pesos são definidas de acordo com as derivadas da função de erro Ep com respeito aos pesos wij: Δpwij = ηδpjopj, onde η é a taxa utilizada para alterar os pesos (também chamada de taxa de aprendizagem), δpj é o erro associado para cada unidade uj e opi é a saída da unidade ui. Quando uj é uma unidade de saída, o valor δpj é dado por δpj = (tpj-opj) ƒj’(netpj). E quando uj é uma unidade intermediária, os valores de δpj apenas podem se calculados através de um procedimento recursivo onde os erros de uma dada camada são estimados a partir da combinação de erros da camada seguinte (δpj = ƒj’(netpj) Σk δpk wjk). 

Para concluir a especificação do algoritmo é necessária a definição da função ƒ, que precisa ser contínua e diferenciável em todos os pontos, sendo a função logística: opj = 1/(1+exp(-netpj)) a mais freqüentemente utilizada em redes MLP.
5.2. TREINAMENTO DA REDE NEURAL
O método utilizado para estimar a precisão da rede neural MLP foi o holdout 7. Neste método, os dados são aleatoriamente particionados em dois conjuntos independentes: um conjunto de treinamento e um conjunto de teste. Usualmente dois terços dos dados são alocados para o conjunto de treinamento, e o restante, para o conjunto de teste. O conjunto de treinamento é utilizado na geração do modelo, cuja precisão é estimada com os dados do conjunto de teste.  

O conjunto de treinamento foi ainda sub-dividido em dois outros conjuntos, seguindo aproximadamente a mesma proporção utilizada no primeiro particionamento. O maior conjunto é utilizado para ser apresentado diretamente à rede neural, para o ajuste interno dos parâmetros (pesos internos) de modo a construir a solução do problema (aprendizado dos padrões de treinamento). O menor conjunto, conhecido como conjunto de validação, foi utilizado para avaliar o desempenho da rede durante o processo de treinamento de modo a evitar a sobre-especialização (over fitting) do modelo na representação dos padrões de treinamento e, conseqüentemente, preservar uma maior capacidade de generalização da rede para responder consistentemente a todo o universo do problema. Uma queda contínua desse desempenho em relação às respostas produzidas para o conjunto de validação indica o momento de interrupção do processo de treinamento.

5.3. MÉTRICAS DE AVALIAÇÃO DE DESEMPENHO
Duas métricas de avaliação de desempenho foram utilizadas durante o treinamento da rede neural: o Erro Médio Quadrático, ou Mean Squared Error (MSE), e o teste Kolmogorov-Smirnov 13, também conhecido por KS2. A primeira métrica indica o momento em que o treinamento da rede neural deve parar, quando o seu valor medido para o conjunto de dados de validação começa a crescer repetidamente. Quando o valor do MSE começa subir significa que o algoritmo está perdendo a capacidade de generalização e está “decorando” os dados de treinamento. A segunda métrica indica a qualidade da solução obtida pela rede em cada momento do treinamento através do poder de separabilidade entre as classes do conjunto de validação.

Squared Error é uma função de perda que mede o erro, ou a distância, entre a saída do classificador e o valor real que deveria ser retornado por este. O Mean Squared Error calcula a taxa de erro do classificador como a média do Squared Error sobre os indivíduos do conjunto de validação.

Nas Equações (1) e (2), abaixo 7, yi é o valor real, y’i é o valor retornado pelo classificador, e d é a quantidade de elementos do conjunto de teste.
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O teste KS2 foi utilizado para determinar a separabilidade entre as duas distribuições de probabilidade acumuladas para cada um dos conjuntos formados pelos contratos classificados como causadores de perdas e por aqueles classificados como não-causadores, ou seja, o KS2 mede a máxima distância entre duas funções como uma medida de separação entre elas e pondera os erros pela probabilidade de ocorrência de cada classe. Quanto maior for o valor do KS2, melhor o resultado obtido pelo classificador. 

A Equação (3) 13 mostra como o KS2 é calculado. Seja S(x) a função de distribuição de probabilidade acumulada para os contratos causadores de perdas e F(x) a função de distribuição de probabilidade acumulada para os contratos não-causadores de perdas, T é o teste estatístico que indica a maior distância vertical entre estas duas funções, ou seja, o KS2.
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A rede neural artificial projetada correspondeu ao modelo perceptron multicamadas (MLP) treinado com o algoritmo error backpropagation8. O treinamento foi realizado com a plataforma de desenvolvimento de soluções NeuralDevelopment
, com a definição dos seguintes conjuntos de parâmetros associados à rede:
· Network structure: refere-se à topologia da rede MLP e indica a quantidade de neurônios em cada camada. 158 neurônios foram utilizados na camada de entrada, sendo cada neurônio associado a cada variável de entrada. Na camada escondida 3 neurônios foram utilizados. Na camada de saída 2 unidades foram empregadas, sendo uma para cada classe (contrato causador de perda e contrato não-causador de perda).

· Train Params: referem-se aos parâmetros do algoritmo de treinamento. O learning rate regula a velocidade do ajuste dos pesos internos da rede e o termo momentum é utilizado para otimizar este processo de ajuste dos pesos. O init weight inicializa os pesos da rede neural aleatoriamente no início do treinamento.

· Train Stop Params: correspondem aos parâmetros de parada do treinamento e definem o momento em que a aprendizagem deve ser interrompida. Há três critérios de paradas, valendo que ocorrer primeiro. Min MSE Error indica o MSE mínimo permitido para o conjunto de treinamento. Max Epochs limita a quantidade de épocas do treinamento, ou seja, a quantidade de vezes em que o conjunto de treinamento é apresentado à rede neural, e max GL mede a diferença percentual entre o MSE do conjunto de teste e o MSE do conjunto de validação. 

Os gráficos utilizados, por sua vez, para acompanhar o desempenho da rede durante o treinamento compreenderam:

· Ao gráfico dos valores do MSE para o conjunto de treinamento e conjunto de validação e o GL, que corresponde à diferença percentual entre as duas medidas.

· Ao gráfico do valor do KS2 em cada época.
· A um histograma que indica a distribuição dos contratos (consumidores) por faixa de escore, permitindo a observação de que os contratos causadores de perdas se concentram nos baixos escores, enquanto os contratos não-causadores de perdas se concentram nos altos escores.

· Ao gráfico do valor do KS2 por ponto de corte, que permitiu representar a diferença entre a função de densidade acumulada dos contratos causadores de perdas, e a função de densidade acumulada dos contratos não-causadores de perdas (o ponto de corte de maior performance é o de maior KS).
6. AVALIAÇÃO DE DESEMPENHO
6.1 RESULTADOS EM DADOS HISTÓRICOS
Experimentos de avaliação de desempenho foram realizados, fazendo uso de uma base de dados da CELPE (original) de 70 Gigabytes. 60 (sessenta) mil contratos foram empregados no desenvolvimento e teste de desempenho contendo registros de dados desde 1999. Um total de 134 campos de informação foi utilizado como variáveis de entrada para a rede MLP.

As bases de dados principais utilizadas contêm registros a partir de 2005. Todos os registros, referentes aos contratos inspecionados entre janeiro e junho de 2006, presentes nas seguintes bases, foram utilizados:

· Cadastro de Contratos (retrato de novembro de 2006);

· Cadastro Geo-referenciado (retrato de novembro de 2006);
· Histórico de Consumo (de junho de 2003 a janeiro de 2007); 
· Cortes e Re-ligações (de julho/2003 a janeiro de 2007); 
· Contas a Receber  (de janeiro/2005 a janeiro de 2007); 
· Inspeções (de janeiro de 1999 a janeiro de 2007); 
· Leiturista (de setembro de 2004 a janeiro de 2007). 

A partir do volume de dados existentes, grupos de dados compostos de informações relativas à localidade, subestação, CNAE, código da Unidade Territorial (UT), grupo, quantidade total de ocorrências registradas, quantidade das ocorrências indicadoras de perdas, quantidade de inspeções realizadas, quantidade média de energia recuperada em KWh, média do consumo nos 6 meses antes da inspeção e média do consumo nos 12 meses antes da inspeção, entre outros, foram considerados para o desenvolvimento da solução.
Gráficos de resultados, que permitem uma avaliação da solução em comparação com as decisões de inspeção tomadas no período, foram confeccionados, relativos às seguintes informações:

· Percentual de Inspeções por Faixa de Escore

· Percentual de Perdas x Faixa de Escore

· Percentual de Fraudes x Faixa de Escore

· Percentual de Perdas x Ponto de Corte

· Distribuição Perdas vs Não Perdas e Representatividade por Faixa de Escore

· % Recuperação x Faixa de Escore

· Kwh Médio Recuperado por Inspeção x Faixa de Escore

· % de Recuperação em Valores por Inspeção x Faixa de Escore

· % Energia Agregada x Faixa de Escore

· Kwh Médio Agregado por Inspeção x Faixa de Escore

· % de Energia Agregada em Valores por Inspeção x Faixa de Escore

O princípio associado ao processo de decisão no Sistema de Estimação do Risco de Ocorrência de Perda se baseia no cálculo de uma pontuação (escore entre 0 e 100) para cada um dos contratos de clientes analisados. Neste caso, quanto maior o valor do escore, menor o risco de perda comercial associado com o contrato e quanto menor o escore, maior o risco de perda.

A Figura 7 apresenta o gráfico de estimativa do risco de perda em função da cada faixa de escore (de 10 em 10 até 100). A figura mostra que a solução produzida foi capaz de capturar o perfil de comportamento dos contratos, evidenciando que a pontuação gerada é de fato um indicativo de risco de perda associa
Como exemplo, consumidores avaliados com uma pontuação (escore) abaixo de 20, foram estimados com um risco de perda comercial associado acima de 70%, enquanto que consumidores na faixa de pontuação acima de 80 possuem um risco associado pouco acima de 10%. 
	Figura 7 – Estimativa do risco de fraude em função do Escore
	Figura 8 – Estimativa do risco de fraude em função do Escore
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A Figura 8 apresenta, no mesmo gráfico, o percentual de perdas (em vermelho) em cada faixa de escore, o percentual de não-perdas (em verde) e a representatividade de contratos em cada faixa (em azul). A Figura 9 ilustra o percentual de recuperação por faixa de escore. A Figura 10 mostra o valor do KWh médio recuperado por inspeção por faixa do Escore.
	Figura 9 –% de recuperação por faixa do Escore
	Figura 10 – KWh médio recuperado por inspeção por faixa do Escore
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A Figura 11 mostra o percentual de Recuperação em Valores por Inspeção em cada faixa de escore. A Figura 12 ilustra a estimativa do percentual de Energia Agregada em função do Escore.

	Figura 11 – % de Recuperação em Valores por Inspeção x Faixa de Escore
	Figura 12 – % Energia Agregada em função do Escore
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A Figura 13 mostra a estimativa de Kwh Médio Agregado por Inspeção em função da faixa de escore. E finalmente, a Figura 14 mostra o percentual de Energia Agregada em Valores por Inspeção em função da faixa de escore.

	Figura 13 – Kwh Médio Agregado por Inspeção x Faixa de Escore
	Figura 14 – % de Energia Agregada em Valores por Inspeção x Faixa de Escore

	[image: image18.wmf]% Recuperação x Faixa de Escore

0.0%

10.0%

20.0%

30.0%

40.0%

50.0%

60.0%

70.0%

80.0%

90.0%

100.0%

0-10

10-20

20-30

30-40

40-50

50-60

60-70

70-80

80-90

90-100

Faixa Escore

% Recuperação

[image: image11]
	
[image: image12]


6.2 RESULTADOS COM DADOS EM PRODUÇÃO
De forma complementar aos resultados medidos com bases históricas, experimentos com dados em produção (após instalação no ambiente CELPE) foram conduzidos com subconjuntos de contratos referentes a 3 (três) bairros da região metropolitana do Recife para completar a análise de desempenho. No período do ano de 2006, os percentuais de ocorrência de perdas identificadas resultante das decisões de inspeções realizadas nesses três bairros foram de:

· 29% em Rio Doce: 331 em 1141

· 23% Janga: 486 em 2075

· 22% Candeias: 188 em 836

· 25% em Todos os três bairros: 1005 em 4052

· 33% em Todas as localidades de Pernambuco

Os contratos nesses subconjuntos foram submetidos e pontuados pela solução e os resultados revelaram-se relevantes. A Tabela II apresenta o número de consumidores avaliados (56.771 no total) em cada faixa de escore, o número de inspeções realizadas e o percentual de perdas associado com cada faixa. Os dados ilustram que 654 inspeções foram realizadas no período com 26,3% de acerto na identificação de perdas comerciais pelo critério adotado pela CELPE. A Tabela III apresenta os valores associados se Pontos de Corte (PC) fossem utilizados para determinar que contratos seriam inspecionados de acordo com a pontuação alcançada. 

Tabela 2 – Resultados por Faixa de Escore
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Tabela 3 – Resultados em Função do Ponto de Corte
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A análise indica que se decisões tivessem sido tomadas baseadas na pontuação da solução, a assertividade das ações de inspeção se multiplicaria consideravelmente, caso apenas os contratos com escore abaixo de um determinado limiar tivessem sido inspecionados no mesmo período.  Por exemplo, se um Ponto de Corte de 50 fosse empregado para as decisões, a assertividade subiria de 26,3% para 49,2% (um aumento de quase 100% em relação ao método utilizado). Os contratos para esse Ponto de Corte correspondem a 9,8% do total sendo que representando 18,02% do número total de perdas identificadas. 

7. CONCLUSÕES
O trabalho apresentado produziu uma solução baseada em inteligência artificial e mineração de dados para combate a perdas comerciais de energia. Os estudos realizados e resultados obtidos demonstram, com dados em larga escala, que a solução elaborada foi capaz de mapear o comportamento de clientes com alto e baixo risco de perda associada. Além disso, o ambiente engloba uma solução para tomada de decisão que permite seleção dos contratos a serem investigados (em função do risco, KWh agregado, energia recuperada), descoberta automática de características dos consumidores quanto a perdas e cruzamento de informações para investigação e acompanhamento das ações de inspeção. O ambiente em produção na CELPE será empregado pela equipe de gestão e terá seus benefícios reais avaliados de forma contínua na operação, se constituindo em um poderoso aliado nas ações de minimização de perdas comerciais. Entre as próximas etapas para a continuação do trabalho está a seleção, através da solução, de um conjunto de contratos a serem inspecionados para medição e comparação de desempenho em campo.
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