	
[image: image1.png]




	XVIII Seminário Nacional de Distribuição de Energia Elétrica

SENDI 2008 - 06 a 10 de outubro

Olinda - Pernambuco - Brasil


 Mineração de Dados para Implementação de CRM na AMPLA 

	Graziela Martins Caputo
	Valeria Menezes Bastos
	Angelo M. Cister

	COPPE/UFRJ
	COPPE/UFRJ
	COPPE/UFRJ

	grazi@coc.ufrj.br
	valeriab@ntt.ufrj.br
	cister@unisys.com.br

	Nelson F. Favilla Ebecken
	David Targueta da Silva
	Maria Beatriz Medeiros

	COPPE/UFRJ
	Ampla
	Ampla

	nelson@ntt.ufrj.br
	targueta@ampla.com
	mbeatriz@ampla.com

	Geraldo M. Tavares
	
	

	UFF
	
	

	gtavares@vm.uff.br
	
	


Palavras-chave 
Clustering

CRM

Data Mining

Text Mining

Resumo

O objetivo deste artigo é apresentar o trabalho realizado sobre o banco de clientes da Ampla para extrair conhecimento e descobrir informação útil que possa servir como base para a implementação de CRM na empresa. A idéia principal foi transformar a informação existente no Data Warehouse em conhecimento estratégico de marketing. Assim, uma pequena, porém significativa amostra foi tratada, reduzida e classificada. O processo de análise de componentes principais também foi usado para reduzir o número de variáveis. As técnicas de classificação aplicadas sobre a amostra foram Árvores de Decisão e Redes Neurais. Ao final, foram adicionadas as reclamações dos clientes1, 5 aos agrupamentos obtidos, de modo a aumentar o conhecimento sobre as informações de cada grupo.
Com isso, foi possível mapear o processo de classificação dos clientes da empresa, descrevendo o passo a passo, desde a extração dos dados do Data Warehouse até a obtenção dos grupos de clientes, de maneira que possa ser executada pela empresa,  identificando assim uma ferramenta poderosa para obter conhecimento sobre hábitos e costumes dos clientes, permitindo aumentar a confiança e a fidelidade entre eles.

1. Introdução
Este trabalho apresenta uma metodologia de extração de conhecimento de clientes do Data Warehouse (DW) de uma empresa de energia elétrica, para se obter informação útil que sirva com base para a implementação do processo de CRM da empresa.

Para isso, foram utilizadas variáveis de segmentação, que identificam características sócio-econômicas, comportamentais ou relacionadas ao faturamento do cliente, revelando assim o seu perfil para a empresa.

O conjunto de variáveis iniciais extraídas do Data Warehouse da empresa envolvia um número exagerado de dimensões, já que existem diversas formas de identificação dos segmentos de clientes. Assim, a partir do processo de extratificação dos dados, foi possível obter amostras com boa representatividade do universo, para a aplicação de técnicas de extração de conhecimento do comportamento dos clientes.

Sobre as amostras obtidas, foram feitas algumas transformações matemáticas, tornando possível identificar e eliminar valores faltantes (missing values) e valores cuja magnitude é muito maior que a média dos valores existentes (outliers).

Após as transformações e a limpeza dos dados foi possível efetuar o processamento das informações, através da aplicação de ferramentas de mineração de dados², apresentando resultados significativos para o conhecimento do comportamento dos clientes. 

O próximo passo foi agregar as informações de comportamento às reclamações efetuadas1, 5, para identificar informações impactantes que permitem direcionar as ações da empresa na solução dos problemas, de acordo com os resultados obtidos.

As informações que se mostram difusas e pouco estruturadas, devido à forma como são apresentadas e à dificuldade de serem interpretadas, são convertidas em conhecimento claro e simples de serem entendidos.

Dessa forma, o trabalho de obtenção da satisfação dos clientes engloba os passos apresentados a seguir, que identificam o processamento das informações:

· Fase de Conversão dos dados – a partir do atual formato que os dados se encontram no DW, os dados deve ser convertidos conforme citado no item 2.1

· Fase de limpeza – inclui as etapas de missing values, retirada de outliers, dentre outros que poderiam prejudicar a obtenção dos resultados.

· Reclassificação da base de dados e aplicação do screnning tool – essa fase consiste na obtenção efetiva da correta segmentação do cliente.

2. Medidas para Avaliação da Satisfação dos Clientes

O processo de reclassificação da base de dados é realizado através de uma seqüência de etapas que incluem a conversão dos dados originais para o formato processado pela solução proposta e a etapa de aplicação do algoritmo na base de dados convertida.

2.1 Conversão dos Dados

Os dados utilizados para a avaliação da satisfação dos clientes da Ampla foram obtidos a partir da extração de informações da base de dados que compõe o Data Warehouse (DW) da empresa. Lá estão armazenados os dados históricos de mais de 2 milhões de clientes a respeito de consumo, faturamento, inadimplência, atendimentos efetuados, dentre outras informações. Da base de dados foram extraídos 5600 registros contendo 4 anos de faturamento, arrecadação e atendimento de clientes ativos entre 2003 e 2006.

O tratamento realizado sobre cada conjunto de valores
 de cada variável da amostra obtida é traduzido no procedimento apresentado a seguir, que compreende 6 passos.

1º passo: Dados no formato temporal.

Para a obtenção do conhecimento armazenado, foram analisadas diversas tabelas e identificados vários atributos importantes para a obtenção da informação buscada.

A princípio, cada registro da tabela armazena apenas uma fatura de cada cliente, conforme mostra a Tabela 1. Vjm representa as variáveis utilizadas no agrupamento, onde j=1… n e n é o número de atributos da base de dados analisada, e m=jan,…,dez, representando os meses para cada ano analisado.

Tabela 1
	Clientes
	V1
	V2
	…
	Vn

	C1
	V1 jan
	V2 jan
	
	Vn jan

	C1
	V1 fev
	V2 fev
	
	Vn fev

	C1
	V1 mar
	V2 mar
	
	Vn mar

	…
	
	…
	
	…


Para o tratamento dessa informação, primeiramente era necessário que cada cliente possuísse apenas um registro, então foi feita a transposição dos dados da Tabela 1, conforme mostra a Tabela 2. Essa transposição implica em cada cliente possuir um único registro na tabela, e todas as faturas passarem a representar atributos desse registro, cada atributo representando um par mês/atributo.

Tabela 2 

	Clientes
	V1 - 2003
	…
	V1 - 2006

	C1
	V1 jan
	…
	V1 dez
	…
	V1 jan
	…
	V1 dez

	C2
	V1 jan
	…
	V1 dez
	…
	V1 jan
	…
	V1 dez

	…
	…
	…
	…
	…
	…
	…
	…


2º passo: Média das variáveis de mesmo mês dentre todos os anos avaliados

A partir dos dados da Tabela 2, são retiradas as médias de todos os meses com o objetivo de reduzir o número de variáveis a serem analisadas. As médias são calculadas conforme a equação (1), mostrada a seguir:

                               V1 jan |2003 + V1 jan |2004 + V1 jan |2005 + V1 jan |2006 = ( ∑ jan | 03-06 ) / 4                           (1)

onde, V1 jan |2003 representa o valor do “atributo 1” do mês de janeiro de 2003, e ( ∑ jan | 03-06 ) / 4 representa a média dos valores do “atributo 1” dos meses de janeiro dos anos de 2003, 2004, 2005 e 2006.

3º passo: Somatório das Médias

As médias anuais geradas no passo anterior são somadas para a obtenção de um único valor por variável, conforme mostra a equação (2).

                                            ( ∑ jan | 03-06 ) / 4 + ( ∑ feb | 03-06 ) / 4 + … + ( ∑ dec | 03-06 ) / 4                    (2)

4º passo: Média ponderada. Identificação da contribuição de cada mês

A média ponderada é calculada através da equação (3).
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5º passo: Multiplicação da contribuição pelas Médias (Smoothing) – para eliminar a sazonalidade

Para eliminar a influência causada pela sazonalidade, é aplicada a equação (4) no valor obtido no passo anterior.
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6º passo: Somatório das 12 Médias – Análise Variável

É calculada usando-se a equação (5).
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Ao final deste processo, o conjunto de valores de cada variável da amostra é representado por apenas um único valor. 

2.2 Redes Neurais

Com a utilização de Redes Neurais é possível identificar, dentre as redes geradas, aquela que apresenta o menor erro de classificação. Dessa forma, fica fácil desenvolver um procedimento automático que permita classificar toda a base de dados do DW, e ainda permite o cruzamento de informações de outras fontes de dados, tais como as reclamações dos clientes1.

2.2.1 Resultados do Grupo A

Para executar o algoritmo de redes neurais foram extraídos 284 registros da amostra inicial. A matriz de confusão mostrada na Tabela 3 indica que o resultado de algumas redes a classificação foi feita corretamente e em outras não. Isso pode ser visto através do resultado da RNA5, que foi a rede neural com o melhor comportamento. A Tabela 4 representa o desempenho das redes neurais e sumariza as informações da matriz de confusão.

Tabela 3

	
	Cluster
	1
	2
	3
	
	Cluster
	1
	2
	3

	RNA1
	1
	229
	1
	4
	RNA2
	1
	233
	0
	2

	
	2
	1
	14
	0
	
	2
	1
	15
	0

	
	3
	6
	0
	28
	
	3
	2
	0
	30

	
	 
	
	

	
	Cluster
	1
	2
	3
	
	Cluster
	1
	2
	3

	RNA3
	1
	233
	2
	0
	RNA4
	1
	231
	0
	1

	
	2
	1
	13
	0
	
	2
	2
	15
	0

	
	3
	2
	0
	32
	
	3
	3
	0
	31

	 
	 

	
	Cluster
	1
	2
	3

	RNA5
	1
	233
	0
	1

	
	2
	1
	15
	0

	
	3
	2
	0
	32


Tabela 4
	
	RNA1
	RNA2
	RNA3

	Cluster
	1
	2
	3
	1
	2
	3
	1
	2
	3

	Total
	236
	15
	32
	236
	15
	32
	236
	15
	32

	Acertos
	229
	14
	28
	233
	15
	30
	233
	15
	32

	Erros
	7
	1
	4
	3
	0
	2
	0
	0
	0

	Acertos (%)
	93,33
	97,03
	87,5
	98,72
	100
	93,7
	86,66
	98,72
	100

	Erros (%)
	6,667
	2,967
	12,5
	1,27
	40
	6,25
	13,33
	1,27
	0

	
	RNA4
	RNA5

	Cluster
	1
	1
	1
	1
	2
	3

	Total
	236
	15
	32
	236
	15
	32

	Acertos
	231
	15
	31
	233
	15
	32

	Erros
	5
	0
	1
	3
	0
	0

	Acertos (%)
	97,88
	100
	96,87
	98,72
	100
	100

	Erros (%)
	2,11
	0
	1,27
	1,27
	0
	0


A análise de sensibilidade apresentada na Tabela 5 permite avaliar o grau de confiança dos resultados em situações de decisões incertas ou suposições sobre os dados e resultados utilizados, sendo fundamental para investigar a heterogeneidade entre os dados. Esta análise é semelhante à análise de comunalidade, onde se verifica a importância de cada variável e sua contribuição no modelo proposto. Nesse caso, a variável que mais contribui para a rede neural RNA5 é o valor da demanda faturada fora ponta.

Tabela 5

	
	Valor pago
	Consumo
	Fator Potência hora ponta
	Demanda Faturada fora ponta 
	Demanda contratada fora ponta
	Demanda contratada fora ponta ÚMIDA

	RNA1
	 

	Razão
	1,99
	1,43
	2,05
	1,46
	1,2
	1,36

	Importância
	2
	4
	1
	3
	6
	5

	RNA2
	

	Razão
	1,09
	1,3
	0,89
	1,34
	1,02
	1,02

	Importância
	3
	2
	6
	1
	5
	4

	RNA3
	

	Razão
	2,94
	1,85
	2,38
	2,86
	1,18
	1,2

	Importância
	1
	4
	3
	2
	6
	5

	RNA4
	

	Razão
	1,05
	1,34
	1,07
	1,02
	0,99
	0,97

	Importância
	3
	1
	2
	4
	5
	6

	RNA5
	

	Razão
	2,42
	1,38
	1,74
	2,71
	1,38
	1,40

	Importância
	2
	5
	3
	1
	6
	4


O próximo passo consistiu na geração dos códigos de cada uma das redes neurais para serem testadas. A Imagem 1 mostra como utilizar a função criada para a rede neural que apresentou o melhor resultado, RNA5.

Imagem 1
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As colunas B, C, D, E, F e G correspondem às variáveis: valor pago, consumo, fator potência hora ponta, demanda faturada fora ponta, demanda contratada fora ponta e demanda contratada fora ponta úmida, respectivamente.

2.2.2 Resultados do Grupo B

O grupo B é composto por 4181 registros extraídos da amostra inicial. Outros 119 registros foram escolhidos randomicamente para validar os resultados, de modo a testar a função criada a partir da rede neural que apresentar a melhor classificação.

A matriz de confusão apresentada na Tabela 6 mostra os casos onde os dados foram classificados correta e incorretamente, de acordo com a classificação previamente existente.

Tabela 6

	
	Cluster
	1
	2
	3
	4
	
	Cluster
	1
	2
	3
	4

	RNB1
	1
	133
	0
	0
	2
	RNB2
	1
	132
	0
	1
	2

	
	2
	0
	3
	0
	0
	
	2
	0
	3
	0
	1

	
	3
	0
	0
	3903
	0
	
	3
	1
	2
	3092
	0

	
	4
	0
	2
	0
	19
	
	4
	0
	0
	0
	18

	
	
	
	
	
	
	
	

	
	Cluster
	1
	2
	3
	4
	
	Cluster
	1
	2
	3
	4

	RNB3
	1
	133
	0
	0
	2
	RNB4
	1
	133
	0
	0
	0

	
	2
	0
	5
	0
	0
	
	2
	0
	5
	0
	0

	
	3
	0
	0
	3093
	0
	
	3
	0
	0
	3093
	0

	
	4
	0
	0
	0
	19
	
	4
	0
	0
	0
	21

	
	
	
	
	
	

	
	Cluster
	1
	2
	3
	4

	RNB5
	1
	132
	0
	1
	0

	
	2
	0
	5
	0
	0

	
	3
	0
	0
	3092
	0

	
	4
	1
	0
	0
	21


A Tabela 7 apresenta o desempenho das redes neurais e resume a informação da matriz de confusão. Além disso, identifica a rede RNB4 como a rede neural que apresentou a melhor classificação.

Tabela 7

	
	RNA1
	RNA2
	RNA3

	Cluster
	1
	2
	3
	4
	1
	2
	3
	4
	1
	2
	3
	4

	Total
	133
	5
	3903
	21
	133
	5
	3903
	21
	133
	5
	3903
	21

	Acertos
	133
	3
	3903
	19
	132
	3
	3902
	18
	133
	5
	3903
	19

	Erros
	0
	2
	0
	2
	1
	2
	1
	3
	0
	0
	0
	2

	Acertos (%)
	100
	60
	100
	90,5
	99,3
	60
	100
	85,7
	100
	100
	100
	90,5

	Erros (%)
	0
	40
	0
	9,25
	0,75
	40
	0,03
	14,3
	0
	0
	0
	9,52

	
	RNA4
	RNA5

	Cluster
	1
	2
	3
	4
	1
	2
	3
	4

	Total
	133
	5
	3903
	21
	133
	5
	3903
	21

	Acertos
	133
	5
	3903
	21
	132
	5
	3902
	21

	Erros
	0
	0
	0
	0
	1
	0
	1
	0

	Acertos (%)
	100
	100
	100
	100
	99,3
	100
	100
	100

	Erros (%)
	0
	0
	0
	0
	0,75
	0
	0,03
	0


A análise de sensibilidade das redes neurais, apresentada na Tabela 8, permite avaliar o grau de confiança dos resultados em situações de decisões incertas ou suposições sobre os dados e resultados utilizados. Sendo assim, ela é fundamental para investigar a heterogeneidade entre os dados. Nesse caso, a variável que mais contribui para a rede neural RNB4 é valor do ICMS.




Tabela 8

	
	Consumo
Lido
	Consumo
em 30 dias
	Valor do
Importe
	Valor do
ICMS
	Valor do 
Corte de
Reposição
	Valor Total
da Fatura

	RNB1
	 

	Razão
	7,43
	6,8
	8,95
	7,37
	5,96
	7,92

	Importância
	3
	5
	1
	4
	6
	2

	RNB2
	

	Razão
	2,29
	2,12
	2,07
	2,11
	2,74
	1,64

	Importância
	2
	3
	5
	4
	1
	6

	RNB3
	

	Razão
	4,1
	6,11
	7,63
	7,78
	5,14
	6,12

	Importância
	6
	4
	2
	1
	5
	3

	RNB4
	

	Razão
	10,64
	6,08
	9,21
	12,89
	8,25
	7,94

	Importância
	2
	6
	3
	1
	4
	5

	RNB5
	

	Razão
	5,8
	6,82
	11,03
	10,58
	9,1
	17,32

	Importância
	6
	5
	2
	3
	4
	1


O próximo passo consiste na geração dos códigos de cada uma das redes neurais para serem testadas. A Imagem 2 mostra como utilizar a função criada para a melhor rede neural, RNB4.

Imagem 2
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As colunas B, C, D, E, H e I correspondem às variáveis: consumo lido, consumo em 30 dias, valor do importe, valor do ICMS, valor do corte de reposição e valor total da fatura, respectivamente.

A Tabela 9 apresenta o percentual do erro de classificação dos testes efetuados com os 119 registros, nas redes neurais que obtiveram os melhores resultados. A melhor função para se classificar o banco de dados integral da AMPLA é a gerada pela rede neural RNB4.



Tabela 9

	
	Redes Neurais

	
	RNB1
	RNB2
	RNB3
	RNB4
	RNB5

	Porcentagem
de Erro
	0.098%
	0.172%
	0.049%
	0.000%
	0.049%


Finalmente, foi executada a análise cruzada com os resultados obtidos na etapa anterior e algumas variáveis categóricas para identificar outras características em ambos os grupos. Tais variáveis categóricas identificam características específicas dos clientes, tais como: localização geográfica, tipo de ligação (residencial, industrial, etc.), faturamento, tipo de medidor, dentro outros. Assim, a Tabela 10 apresenta as conclusões sobre os agrupamentos obtidos após a análise.

Tabela 10

	Grupo A
	Cluster
	Customer
	%
	Faturamento
	Geografia
	Ligação
	Medidor

	
	1
	Médio
	83,39
	Médio para Baixo
	Oceânica
	Residencial e comercial
	Não identificado

	
	2
	Heavy Users
	5,3
	Alto
	Guanabara,

Serrana
	Comercial e industrial
	Não identificado

	
	3
	Grandes Clientes
	11,31
	Médio para Alto
	Oceânica, Norte
	Comercial e Serviços
	Não identificado

	Grupo B
	Cluster
	Customer
	%
	Faturamento
	Geografia
	Ligação
	Medidor

	
	1
	Intermediário
	3,56
	Médio
	Oceânica, Norte
	Residencial
	Trifásico

	
	2
	Heavy Users
	0,19
	Alto
	Oceânica, Serrana
	Não Residencial
	Trifásico

	
	3
	Below Zero
	95,74
	Baixo
	Guanabara
	Residencial
	Monofásico

	
	4
	Médio
	0,51
	Médio para Alto
	Oceânica
	Não Residencial
	Trifásico


2.3 Agrupamentos x Reclamações
Após a identificação dos perfis dos clientes, foi possível executar uma análise cruzada com os agrupamentos e as variáveis categóricas que representam as reclamações recebidas no Call Center da Ampla, para os clientes do Grupo B. Estas variáveis se referem aos tipos de reclamações apresentadas, que são classificadas pelo atendente de acordo com o motivo indicado pelo cliente, que podem ser: Arrecadação, Atendimento a Clientes, Faturamento, Inadimplência, Perdas, Ligações Novas,  Qualidade no Atendimento, Qualidade no Fornecimento e Soluções em Família.

O gráfico da Imagem 3 apresenta as características de cada cluster associado às reclamações apresentadas. É importante notar que muitas reclamações estão concentradas em Atendimento à Clientes, Qualidade no Atendimento, Qualidade do Fornecimento e Faturamento.




Imagem 3
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Para o cluster 1, os motivos mais acionados foram Qualidade do Fornecimento, concentrando reclamações em torno de 35%, e Atendimento a Clientes com 30%. O cluster 2 concentrou mais de 70% das reclamações na Qualidade no Atendimento. Os motivos de reclamações com maior freqüência para o cluster 3 foram em Faturamento e Qualidade do Fornecimento, ambos com aproximadamente, 30%. Por outro lado, o cluster 4 apresentou maior incidência no motivo Faturamento, com 50% das reclamações.

Considerando o cluster 3 com a maior concentração de clientes, foi analisado detalhadamente cada um dos motivos mais freqüentes. Os resultados desta análise estão retratados a seguir.

O Atendimento a Clientes, que equivale a 15% do total de reclamações do cluster 3, concentra no motivo-empresa “Reclamação Emergência – Fora do Prazo” o maior número de chamados, com mais de 60%, como mostra a Imagem 4.

Imagem 4
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Para o motivo Faturamento, a reclamação mais acionada foi “Recl. Conta não entregue – Não Postal”, com mais de 40% dos chamados, como mostra a Imagem 5.




Imagem 5
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Na Inadimplência, os maiores motivos, que estão em torno de 20% e 25% dos chamados são: “Recl. Telecobrança e Cobr. Extrajudicial”, “Reclamação de Corte Indevido” e “Reclamação por religação não atendida”, conforme mostra a Imagem 6.

Imagem 6
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A Qualidade no Fornecimento, apresentada na Imagem 7, que aparece com grande freqüência no cluster 3, possui os maiores motivos de reclamações em “Reclamação de Interrupção Constante”, com mais de 35%, “Reclamação de Conexão”, com 30% e “Reclamação por Aparelho Queimado” com aproximadamente 27%. 




Imagem 7
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Os motivos mais acionados dentro da Qualidade no Atendimento foram sobre “Reclamação conduta empregado empreiteira”, com aproximadamente 33% do total de reclamações, seguido do motivo “Reclamação por Serviço Não Atendido”, representando em torno de 20% das chamadas efetuadas pelos clientes do cluster 3, como mostra a Imagem 8.

Imagem 8
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3. Conclusões

Os resultados apresentados foram gerados a partir da execução de diversos algoritmos de mineração de dados e análises matemáticas, onde foram encontrados agrupamentos que possuem características semelhantes. Sendo assim, é possível aplicar técnicas efetivas de CRM3, diferenciando-os de acordo com o perfil identificado para cada grupo.

Inicialmente este tipo de problema não é fácil de ser analisado, já que envolve muitas variáveis, e alguns métodos que podem ser aplicados para restringir o conjunto de informações4 não são suficientes para responder ao fenômeno e conseqüentemente, o entendimento do modelo matemático.

Para cada grupo (ou cluster) encontrado na amostra avaliada, algumas características se destacam visando ganhar um conhecimento adicional sobre a base de dados completa.

A união da metodologia descrita com a quantidade de reclamações realizadas pelos clientes, pode ser considerada como indicador da satisfação dos clientes. Essa medida é obtida da base de dados do Data Warehouse, onde foram pré-selecionados os atributos indispensáveis para os resultados da segmentação dos clientes, de acordo com os dados de arrecadação, faturamento e atendimento.

A partir de tal metodologia a ser aplicada pela empresa, os resultados podem de fato ser utilizados na identificação dos clientes, de acordo com a avaliação de seus comportamentos. Sendo assim, o tratamento diferencial de cada segmento de clientes, auxilia na aplicação de técnicas de marketing e consequentemente, no aumento da satisfação dos clientes.
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