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Resumo

A contaminação de isoladores utilizados em linhas de transmissão de alta tensão é responsável por grande parte das falhas em um sistema de potência. Neste sentido, sistemas de aquisição de dados que viabilizem a monitoração de sinais relacionados com o nível de contaminação de isoladores podem ajudar na redução de falhas no sistema. Diante das dificuldades de desenvolvimento de modelos analíticos, foram utilizadas técnicas de reconhecimento de padrões para interpretar os sinais adquiridos e classificar o estado do isolamento. Foram dadas ênfases especiais na caracterização dos atributos dos sinais, de tal forma a se obter um melhor desempenho do processo de reconhecimento. Com este propósito, foram utilizadas técnicas de processamento digital de sinais, transformações de Fourier e Wavelet para dar suporte à caracterização dos atributos. São descritas, ainda, diversas avaliações de sensibilidade quanto ao tipo e ao número de atributos caracterizados. O trabalho apresenta um estudo de caso em que a metodologia é direcionada no sentido de se diagnosticar o nível de poluição em isoladores aéreos de alta tensão, através de técnicas lineares e não lineares de reconhecimento de padrões, a partir de sinais adquiridos de diversos sensores não invasivos.
1.0 Introdução
As falhas em isolamentos elétricos são as principais responsáveis por interrupções no fornecimento de energia elétrica aos diversos consumidores supridos por um sistema de potência. Para o caso específico de linhas de transmissão, por exemplo, o desempenho das instalações está diretamente relacionado com o desempenho dos seus isoladores [1]. A introdução de tecnologias confiáveis que possibilite alertar as equipes de manutenção quanto a processo degenerativo de isolamentos representa, portanto, uma ação estratégica importante, tanto para a operação normal do sistema quanto para a sociedade que será poupada do infortúnio da falta intempestiva da energia.

Em seu regime de operação, o isolamento aéreo de sistemas de potência fica exposto a intempéries características das regiões atravessadas por esses sistemas, em especial a poluição ambiental e industrial. Com a presença da poluição e umidade ocorrem descargas superficiais aos isoladores. Essas descargas estão associadas à formação de “bandas secas”, as quais surgem em conseqüência da umidade não uniforme ao longo da superfície do isolador [2]. As tensões impostas a essas bandas secas redundam no surgimento de descargas sobre as mesmas, podendo ficar restritas ao local ou se desenvolverem sobre toda a superfície do isolador, resultando em uma descarga total do mesmo. A evolução dessas descargas parciais pode ser detectada de várias formas, dentre elas pelas alterações na intensidade e formato da corrente de fuga, pela geração de ruídos nas faixas audíveis, ultra-som e VHF, como também pelo aquecimento da superfície do isolador, principalmente nas imediações do pino.

Diante da dificuldade de se implementar modelos matemáticos que correlacionem diretamente essas grandezas com o estado dos isolantes, diversos pesquisadores têm procurado avaliar o estado desses componentes, indiretamente, através de atributos extraídos dos sinais oriundos de sensores direcionados para monitorar defeitos incipientes. Nem sempre essas análises estão voltadas diretamente para a aplicação de técnicas formais de reconhecimento de padrões, mas o intuito é sempre de tirar conclusões sobre o comportamento dos fenômenos analisados e de certa forma classificá-los [3-9]. As primeiras tentativas para avaliar tais processos de forma estruturada se concentraram, vários anos atrás, no desenvolvimento de sistemas especialistas (10). A identificação manual e codificação das regras necessárias para construir esses sistemas eram muito difíceis e exaustivas. Além disso, os sinais em foco têm um comportamento aleatório o que torna a questão ainda mais complexa. Segundo os mesmos autores, essas dificuldades têm conduzido a tratar o problema através de técnicas de reconhecimento de padrões. O uso dessas técnicas se constitui de uma ferramenta largamente utilizada com sucesso em diversos ramos da engenharia, paleontologia, química, etc. com propósitos similares. 

O artigo introduz, inicialmente, as metodologias de reconhecimento de padrões, processamento digital de sinais, transformações matemáticas, explicitação de atributos e montagens experimentais utilizados para, posteriormente, serem feitas avaliações dos resultados obtidos no estudo de caso e encaminhar as conclusões. Como proposta central, o artigo procura introduzir técnicas específicas que conduzam a escolha e seleção de atributos associados ao reconhecimento de padrões em sinais relacionados com a monitoração do estado de isolamentos.

2.0 Metodologia
Um sistema de reconhecimento de padrões pode ser representado, simplificadamente, em diagrama de blocos, conforme ilustra a Figura 1 [11].
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Figura 1 – Um sistema de reconhecimento de padrões.

Nesta figura, o padrão de entrada (sinais adquiridos através dos sensores, para o caso analisado neste artigo) constitui o vetor r (r1, r2, ..., rM), o qual é submetido à rotina de extração de atributos. Os atributos extraídos através da rotina possibilitam a formação do vetor x (x1, x2, ..., xN) denominado “vetor de atributos” o qual é submetido ao classificador que propiciará a tomada de decisão necessária ao processo (diagnóstico do estado do isolamento para o caso em foco).  Neste contexto, um classificador pode ser definido como um dispositivo que agrupa dados em categorias. Os dados são freqüentemente estruturados em vetores no espaço de atributos. Todo ponto neste espaço está diretamente associado com um vetor de atributos. Cada componente 
[image: image2.wmf]i

x

 do vetor x é usualmente uma característica ou propriedade de um objeto sob análise.

A construção do sistema de reconhecimento ilustrado na Figura 1 requer, portanto, toda uma análise prévia no sentido de dotá-lo de condições necessárias a minimizar erros de decisão. Uma das etapas fundamentais está associada à caracterização dos atributos que comporão o vetor x, enfoque principal deste artigo.
2.1 Técnicas Lineares de Reconhecimento de Padrões
Como descrito anteriormente, o conceito de classificação pode ser expresso em termos do particionamento do espaço de atributos. Uma das formas de se realizar este particionamento é através do uso de funções discriminantes. Tais funções são associadas a cada uma das classes e dão uma medida da separação entre elas.

Em um classificador linear as funções discriminantes são lineares, representando hiper-superfícies de decisão, as quais são determinadas por um conjunto de funções discriminantes 
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 é uma função discriminante linear e o classificador é denominado classificador línear [12]. Diversas técnicas estão disponíveis na literatura para construção dessas funções discriminantes. Neste artigo foram avaliadas as técnicas de Fisher e Karhunen-Loève [13].

2.2 Técnicas não Lineares de Reconhecimento de Padrões

No processamento digital de sinais, duas ferramentas assumem importantes papéis: a transformada de Fourier e as transformadas wavelets, sendo que estas últimas vêm assumindo um papel de destaque diante de sua habilidade de realizar análise local, isto é, analisar uma minúscula área de um sinal de grandes proporções. 

Diferentemente da transformada de Fourier, na qual o sinal é decomposto em bases senoidais, conforme descrevem Burrus, Gropinath, & Guo (1998), na transformada wavelet as bases de decomposição são sinais que podem ter diversas formas, porém todas oriundas de translações e escalonamentos de uma base mãe, chamada função wavelet mãe.
Diversas famílias de wavelets são descritas em Matalab (2000), as quais permitem o processamento de até 53 tipos diferentes de wavelets,

A aplicação dessas transformadas para análise de sinais tem sido crescente. Uma etapa a ser avaliada é a escolha da “wavelet mãe” que conduza ao melhor resultado no processo de reconhecimento, como também o nível máximo de decomposição do sinal. Teoricamente, o processo de decomposição poderia se dar indefinidamente, entretanto, na prática, é aplicado número adequado de decomposição baseado em critério que avalie a informação contida em cada sinal decomposto, interrompendo o processo quando o novo sinal decomposto não incorporar refinamento significativo. O critério utilizado para identificar a informação contida no sinal decomposto foi o da aferição da entropia. Dentre as formulações descritas em Matalab (2000), foi aqui incorporada para cálculo da entropia, a modelagem de Shannon. Portanto, o sinal decomposto estará mais refinado, quanto menor a entropia, até um certo limite. O nível mínimo de entropia pode ser, então, definido como critério para interrupção do processo de decomposição. O sinal obtido para o nível máximo de decomposição conterá mais detalhes de informações quanto às variações contidas no sinal original, passando a ser o foco para obtenção de padrões a serem submetidos ao processo de reconhecimento. Foi aqui utilizado o nível de entropia “zero” para limitação do processo de decomposição.

2.3 Técnicas de Processamento Digital de Sinais
No processamento digital de sinais, duas ferramentas assumem importantes papéis: a transformada de Fourier e as transformadas wavelets, sendo que estas últimas vêm assumindo um papel de destaque diante de sua habilidade de realizar análise local, isto é, analisar uma minúscula área de um sinal de grandes proporções. 

Diferentemente da transformada de Fourier, na qual o sinal é decomposto em bases senoidais, conforme descrevem Burrus, Gropinath, & Guo (1998), na transformada wavelet as bases de decomposição são sinais que podem ter diversas formas, porém todas oriundas de translações e escalonamentos de uma base mãe, chamada função wavelet mãe.
Diversas famílias de wavelets são descritas em Matalab (2000), as quais permitem o processamento de até 53 tipos diferentes de wavelets,

A aplicação dessas transformadas para análise de sinais tem sido crescente. Uma etapa a ser avaliada é a escolha da “wavelet mãe” que conduza ao melhor resultado no processo de reconhecimento, como também o nível máximo de decomposição do sinal. Teoricamente, o processo de decomposição poderia se dar indefinidamente, entretanto, na prática, é aplicado número adequado de decomposição baseado em critério que avalie a informação contida em cada sinal decomposto, interrompendo o processo quando o novo sinal decomposto não incorporar refinamento significativo. O critério utilizado para identificar a informação contida no sinal decomposto foi o da aferição da entropia. Dentre as formulações descritas em Matalab (2000), foi aqui incorporada para cálculo da entropia, a modelagem de Shannon. Portanto, o sinal decomposto estará mais refinado, quanto menor a entropia, até um certo limite. O nível mínimo de entropia pode ser, então, definido como critério para interrupção do processo de decomposição. O sinal obtido para o nível máximo de decomposição conterá mais detalhes de informações quanto às variações contidas no sinal original, passando a ser o foco para obtenção de padrões a serem submetidos ao processo de reconhecimento. Foi aqui utilizado o nível de entropia “zero” para limitação do processo de decomposição.

2.4 Tipos de Atributos Extraídos
Para efeito de montagem dos processos de classificação foram extraídos diversos tipos de atributos para cada um dos domínios enfocados. No domínio do tempo e a partir das transformadas wavelets - média, curtose, deformação em relação a distribuição normal, número de passagens por zero, desvio padrão, número de valores menores do que zero, valor eficaz, coeficiente de variação, faixas do histograma. No domínio da freqüência - faixas da densidade espectral de potência e a energia total contida no sinal.

2.5 Montagem dos Experimentos

Para o estudo de caso os experimentos foram realizados em conformidade com o circuito apresentado na Figura 3.
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Figura 3 – Arranjo elétrico para ensaios de poluição

Nesta figura podem ser identificados os seguintes equipamentos e sensores utilizados ao longo dos experimentos empreendidos:

Nesta figura podem ser identificados os seguintes equipamentos e sensores utilizados ao longo dos  experimentos empreendidos:

· Câmara de névoa: construída em acrílico nas dimensões de 0,90x0,90x1,40;

· Sensor de ultra-som: direcionado para o isolador sob ensaio, permite captar sinais na faixa de 20 a 40 kHz e transformá-los para a faixa audível; é conectado ao digitalizador para gravação dos dados no computador indicado [17];

· Sistema de digitalização: pacote de medições descrito em [18];

· Circuito de proteção: viabiliza o isolamento do sistema de aquisição do circuito de alta tensão através de acoplamento óptico;

· Termovisor: sistema de monitoração de infravermelho descrito em [19];

· Antena de VHF e analisador de espectro: permite a captação de sinais na faixa de 20 a 100MHz e gravação através do analisador de espectro descrito em [20];
2.6 Preparação das Amostras

Para as análises de poluição em isoladores as amostras foram preparadas em conformidade com os critérios estabelecidos pela IEC (1991). Foram escolhidos 5 níveis de poluição que juntamente com a unidade limpa caracterizaram as classes que foram submetidas ao processo de reconhecimento de padrões.

2.7 Desenvolvimento dos Experimentos

Os experimentos foram conduzidos de tal forma que, inicialmente, através da câmara de névoa, era produzido um ambiente de umidade saturada em torno de duas unidades de isoladores, sobre as quais, previamente foram pulverizadas soluções contendo poluição nos níveis escolhidos. A partir deste instante, era aplicada tensão elétrica até se atingir o nível de 14 kV, suficiente para produzir descargas superficiais sem conduzir o isolador a descarga total (flashover) [22], [23] e [24]. Ao se atingir este nível de tensão eram adquiridos os sinais de ultra-som, corrente de fuga e VHF. As imagens térmicas eram registradas 4 minutos após se atingir a tensão de 14 kV, uma vez que, observou-se previamente que esse era o tempo necessário para se estabelecer uma temperatura relativamente estável.

2.8 Processamento das Informações

Os sinais extraídos foram submetidos a processamentos preliminares que visaram constituir as bases necessárias para extração dos atributos descritos anteriormente. Esses processamentos foram feitos a depender do tipo de sinal adquirido e procuraram viabilizar a constituição de um conjunto de dados que pudesse ser composto de forma adimensional e viabilizasse a avaliação comparativa entre os sensores utilizados para monitorar a evolução das descargas superficiais aos isoladores. A característica adimensional foi assegurada pela divisão de cada atributo pelo desvio padrão deste atributo em todo o conjunto de treinamento formado. 

3.0 Análise e Discussão dos Resultados Obtidos
Apresenta-se, a seguir, os resultados e comentários específicos dos resultados obtidos para o estudo de caso analisado.
Os classificadores foram construídos, inicialmente, a partir das técnicas lineares de Fisher e Karhunen-Loève. Os conjuntos de treinamento foram organizados em conformidade com a Tabela 1. Foram atribuídas classes específicas que aglutinam os níveis 0; 1; 2; 2´; 3; 4 na ordem apresentada na tabela. Essa forma de montagem dos conjuntos de treinamento permite que o processo de classificação identifique amostras sem poluição das demais amostras (conjunto 1o), amostras com poluição até o nível “1”, das demais amostras (conjunto 2o), amostras com poluição até o nível “2”, das demais amostras (conjunto 3o), etc. Os classificadores obtidos a partir dos conjuntos de treinamento permitem nortear mais adequadamente ações de manutenção, uma vez que eventuais processos de alarme poderão ser acionados em conformidade com a evolução dos níveis de poluição aferidos.

Tabela 1 – Relação entre classes e conjunto de treinamento.

	Classes
	Conjunto de Treinamento

	I
	II
	

	0
	1; 2; 2´; 3; 4
	1o

	0; 1
	2; 2´; 3; 4
	2o

	0; 1; 2
	2´; 3; 4
	3o

	0; 1; 2; 2´
	3; 4
	4o

	0; 1; 2; 2´; 3
	4
	5o


Conforme mencionado anteriormente, as análises foram feitas, em uma primeira etapa, por tipo de sensor, aferindo-se inclusive a sensibilidade do número de faixas do histograma e/ou do espectro de freqüência. Na Figura 3 este tipo de procedimento pode ser visualizado para o termovisor, em que a quantidade de faixas do histograma de temperatura da superfície do isolador é avaliada quanto à contribuição para o processo final de reconhecimento, utilizando-se apenas esse sensor para diagnosticar o estado do isolamento.
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Figura 3 – Desempenho do Classificador, para imagens térmicas, em função do número de faixas do histograma.

Na figura são registrados os casos simulados, na qual o eixo horizontal indica o conjunto de treinamento utilizado e o eixo vertical o percentual de acertos para cada um dos modelos de classificação aplicado. A legenda indica o modelo de classificação linear avaliado e o número de faixas do histograma, onde KL indica o modelo de Karhunen-Loève e FS o modelo de Fisher. 

É observado na figura que a utilização do maior número de faixas do histograma (56) melhora o desempenho do classificador a ser construído, entretanto, apresenta saturação em relação a um aumento ainda maior neste número. Uma constatação interessante prende-se à aplicação das transformadas wavelets em que se precisava aferir qual das wavelets mãe seria utilizada. Partiu-se para construir classificadores específicos para cada uma delas, procurando-se utilizar como indicador de desempenho o percentual médio de acertos quanto ao estado real do isolamento ensaiado.

Observou-se que a wavelet “bior1.1” levou o processo de reconhecimento de padrões a apresentar o melhor percentual de acertos a partir de 40 faixas do histograma. Para o caso dos sinais de corrente de fuga, a wavelet “db6” apresentou o melhor desempenho. Por outro lado a wavelt “dmey” apresentou o pior desempenho para ambos os sinais. Esta mesma wavelet, apresentou, também, o maior erro de decomposição e recomposição dos sinais de ultra-som e corrente de fuga, realizadas para testar a adequabilidade das diversas wavelets mãe.

Para o caso dos classificadores não lineares o algoritmo de Levemberg-Maquardt apresentou melhor desempenho na classificação dos sinais básicos analisados ao se utilizar a função de transferência “logsig” na primeira camada e “purelin” na segunda camada e apenas um neurônio nas duas camadas.

A composição dos sinais e sensores foi viabilizada através da construção de matrizes que agregavam ordenadamente os vetores de atributos associados a cada sinal e/ou sensor específico. Na Figura 4 são ilustrados esses procedimentos.
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Figura 4 – Visualização da composição da matriz de atributos

Com o intuito de avaliar o efeito da composição dos sinais e sensores foram feitas análises específicas no que tange a aglutinação dois a dois, três a três e de todos os sensores, avaliando-se, ainda, para o caso dos sinais de corrente de fuga e ultra-som, a composição dos atributos extraídos no domínio do tempo, no domínio da freqüência, e através da transformada wavelet. A validade das composições foi aferida através do percentual de acertos dos classificadores lineares e não lineares montados a partir da matriz de atributos composta. Na Tabela 2 são resumidos os resultados obtidos. Para facilitar a leitura da tabela, são descritas adiante as informações contidas em cada uma das colunas:

· Coluna 1 (sensor / domínio): as informações contidas nesta coluna estão relacionadas com os sensores, cujos sinais foram utilizados para construção do classificador; observa-se que, na coluna, encontra-se indicado o domínio específico objeto das análises; para tanto foram utilizadas as seguintes abreviaturas:

· Espect. – densidade espectral do sinal de VHF, obtido a partir da composição “antena / analisador de espectro”;

· Term. – imagem térmica obtida a partir do termovisor;

· Corr. – sinal de corrente de fuga;

· Som – sinal de ultra-som;

· Tempo – sinal analisado no domínio do tempo;

· Freq. – sinal analisado no domínio da freqüência;

· Wave – sinal decomposto através da transformada Wavelet.

· Coluna 2 (Dimensão) : estão indicadas as dimensões do espaço de atributos, quando se utiliza o tipo de sinal que se encontra indicado na coluna 1 para construção do classificador; observa-se que o primeiro número (6) está associado com a quantidade de amostras ensaiadas; o segundo (80) indica a quantidade de sinais adquiridos para cada amostra e o terceiro está associado com a quantidade de atributos extraídos do sinal ou sinais indicados na coluna 1.

· Coluna 3 (Acertos): nesta coluna estão indicados os percentuais médios de acerto para cada modelo linear utilizado (Fisher ou Karhunem-Loève).

· Coluna 4 (Modelo não linear): nesta coluna estão registrados os percentuais médios de acerto obtidos a partir da utilização da rede neural de duas camadas, um neurônio na primeira e segunda camadas, funções de transferência “logsig” na primeira camada e “purelin” na segunda camada e algoritmo de treinamento de Levemberg-Marquardt; estão registrados, também, o número de iterações para se obter o percentual médio de acertos e o erro médio quadrático (
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) cometido quando o processo de treinamento da rede procura ajustar os pesos para se obter a informação de saída desejada.
Tabela 2 -Resumo dos resultados obtidos

	Sensor / domínio
	Dimensão
	Acertos - modelo linear (%) (*)
	Modelo não linear (**)

	
	
	Fisher
	K.Loève
	Acertos (%)
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 (***)
	No iterações

	Espect.
	6x(80x64)
	82,4
	81,5
	96,7
	3,10x10-02
	35

	Term.
	6x(80x60)
	96,9
	96,1
	100,0
	3,50x10-06
	8

	Corrente
	6x(80x177)
	79,4
	80,4
	96,3
	3,60x10-02
	50

	Som (wave.)
	6x(80x68)
	67,6
	70,1
	66,0
	2,24x10-01
	8

	Corr. X Espect.
	6x(80x241)
	94,0
	94,0
	100,0
	2,14x10-06
	8

	Corr. X Som
	6x(80x245)
	81,8
	80,8
	74,2
	1,91x10-01
	20

	Corr. X Term.
	6x(80x237)
	89,9
	92,1
	100,0
	2,25x10-06
	4

	Som X Espect.
	6x(80x132)
	84,8
	82,5
	99,4
	6,21x10-03
	10

	Som X Term.
	6x(80x128)
	97,4
	96,9
	98,9
	1,02x10-02
	23

	Term. X Espect.
	6x(80x124)
	98,7
	98,7
	100,0
	5,16x10-06
	6

	Corr. X Som X Espect.
	6x(80x309)
	92,7
	91,3
	100,0
	5,23x10-06
	8

	Corr. X Som X Term.
	6x(80x305)
	95,8
	93,6
	93,7
	5,72x10-02
	10

	Corr X Term X Espect.
	6x(80x301)
	98,2
	98,1
	100,0
	4,13x10-06
	10

	Som X Term. X Espect.
	6x(80x301)
	98,9
	98,6
	100,0
	7,44x10-06
	6

	Corr. X Som X Term. X Espect.
	6x(80x369)
	98,4
	98,0
	50,0
	2,50x10-01
	5


Observações:

· (*) – foi considerada a média dos valores obtidos para cada um dos conjuntos de treinamento (1, 2, ..., 5);

· (**) – com o intuito de simplificar a construção da tabela, registrou-se, apenas, os resultados obtidos para o conjunto de treinamento 3, o qual conduziu a menores percentuais de acerto, quando utilizados os modelos lineares;

Uma leitura da primeira linha da Tabela 2, por exemplo, permite obter as seguintes informações: os classificadores foram construídos para a densidade espectral do sinal de VHF obtido a partir da composição “antena / analisador de espectro”; a dimensão do espaço de atributos resultante foi 6 x 80 x 64 (6 amostras de isoladores com diferentes níveis de poluição depositada, 80 sinais adquiridos para cada amostra e 64 atributos extraídos para cada sinal), cujas citações e avaliações foram feitas anteriormente; foram obtidos 82,4 e 81,5 como percentuais de acerto ao se aplicar os modelos de Fisher e Karhunem-Loève, respectivamente; a aplicação do modelo não linear conduziu ao percentual de 96,7 % de acerto, com erro médio quadrático de 3,10 x 10-2, após 35 iterações.

Foi verificado que a aglutinação dos atributos de ultra-som extraídos através da transformada Wavelet com os atributos extraídos nos domínios do tempo e da freqüência apresentaram queda no desempenho. Esta queda pode estar associada à sensibilidade do instrumento a ruídos no ambiente que foram minimizados através da transformada Wavelet, por intermédio de suas características de ressaltar variações dos sinais, diferentemente dos sinais brutos aferidos no domínio do tempo e da freqüência. A Tabela 2 foi construída, considerando que o sinal de ultra-som passou a ser representado apenas pelos atributos extraídos através da transformada Wavelet.

Foi verificado que a aglutinação dos atributos de ultra-som extraídos através da transformada Wavelet com os atributos extraídos nos domínios do tempo e da freqüência apresentaram queda no desempenho. Esta queda pode estar associada à sensibilidade do instrumento a ruídos no ambiente que foram minimizados através da transformada Wavelet, por intermédio de suas características de ressaltar variações dos sinais, diferentemente dos sinais brutos aferidos no domínio do tempo e da freqüência. A Tabela 2 foi construída, considerando que o sinal de ultra-som passou a ser representado apenas pelos atributos extraídos através da transformada Wavelet.

Por outro lado, a tabela aponta que a utilização conjunta de sensores para monitorar o fenômeno da poluição nem sempre é vantajosa. Em alguns casos aumenta-se significativamente a dimensão do espaço de atributos sem uma correspondente melhora no desempenho do processo de diagnóstico. Essas situações encontram-se ressaltadas na própria tabela, registrando-se em números contornados em quadro duplo as composições desvantajosas e em números em negrito as composições vantajosas. A título de exemplo verifica-se que a composição do sensor de corrente de fuga e termovisor conduziu a uma situação desvantajosa uma vez que o percentual de acertos conjuntos (89,9 e 92,1) passou a ser menor do que quando da utilização do termovisor em separado (96,9 e 96,1). Em um outro exemplo, a composição do termovisor (term.) e VHF foi vantajosa, uma vez que o percentual de acertos conjunto (98,7 e 98,7) passou a ser maior do que quando os sensores diagnosticaram em separado (82,4 e 81,5 para o sensor de VHF e 96,9 e 96,1 para o termovisor).

A tabela aponta, também, que a utilização de modelos não lineares pode conduzir a percentuais de acerto ainda maiores do que os observados para os modelos lineares. Entretanto, em alguns casos, sombreados na tabela, os modelos não lineares podem não convergir para determinadas tolerâncias definidas. É possível que outros modelos venham a superar especificamente determinados problemas de não convergência apontados na tabela.

Uma outra observação importante tirada desta tabela é de que as melhores composições observadas foram entre os sensores de ultra-som, termovisor e VHF (espect). Mais importante ainda é que esses sensores são não invasivos, contrariamente aos sensores de corrente de fuga, fato que representa uma contribuição significativa aos processos de diagnóstico diante de sua relevância prática.

As validações realizadas a partir de sinais obtidos em laboratório apresentaram percentuais de acerto semelhantes aos obtidos na Tabela 2.

4.0 Conclusões
As atenções direcionadas ao longo deste trabalho estavam sempre no sentido de se construir critérios e procedimentos que viabilizassem a identificação de atributos que venham a se caracterizar como efetivos em um processo de reconhecimento de padrões de sinais oriundos de descargas superficiais em isoladores aéreos de alta tensão. O estudo de caso enfocado pode ser classificado como análise de fusão de dados à luz de pesquisas similares descritas em [25] e [26].

Ao longo de toda a pesquisa foi possível identificar contribuições significativas aderentes à contextualização estabelecida, ressaltando-se:

· a avaliação da contribuição dos atributos caracterizados para o processo de classificação em função do sensor, domínio ou transformada utilizada;

· as análises de sensibilidade do processo de classificação quanto ao número de faixas de histogramas e da densidade espectral de potência como atributos a se considerar no processo de reconhecimento;

· o enriquecimento de informações através da utilização das transformadas wavelets;

· a identificação da wavelet que mais contribui para o processo de reconhecimento, para cada tipo de sinal analisado;

· a avaliação de técnicas de construção de classificadores lineares e não lineares;

· a utilização de técnicas de reconhecimento de padrões para avaliar a fusão de dados oriundos de diferentes sensores e identificar as vantagens e desvantagens de tais fusões;

· a constatação de que sensores não invasivos podem conduzir a resultados melhores do que sensores invasivos no diagnóstico de poluição em isoladores;

· a construção de classificadores para diagnosticar o nível de poluição de isoladores a partir de avaliações de imagens térmicas;

· A agregação de valores a sensores caracterizados como obsoletos e/ou de aplicações limitadas.

Por outro lado, são visualizados alguns refinamentos que podem ser implementados em futuras pesquisas similares a serem empreendidas, a exemplo da utilização de antena de VHF que cubra todo o espectro de freqüência de interesse (0 a 60 MHz) [4], em vez da faixa de 20 a 100 MHz utilizada.

Além dos aspectos acima mencionados é importante ressaltar, ainda, a necessidade de que os modelos não lineares sejam mais refinados no sentido de buscar alternativas, quando o procedimento de treinamento apresentar característica não convergente.

Cabe registrar a validade da metodologia de reconhecimento de padrões aplicada diante dos resultados obtidos nos experimentos laboratoriais que conduziram à caracterização e análises de atributos direcionados para a aferição do estado de isolamentos aéreos submetidos a poluição.

É importante enfatizar que a passagem da fase de protótipos concebidos em laboratório para a fase operacional dos classificadores construídos requer adequações adicionais, nas quais as amostras retiradas de sistemas de transmissão em operação (submetidas a intempéries) e que não forem bem classificadas necessitarão ser incorporadas ao conjunto de treinamento com o intuito de implementar ajustes iterativos que redundem no aprimoramento dos classificadores.

Ressalta-se, por fim, que a metodologia utilizada pode ser adaptada a diversas outras aplicações semelhantes, abrindo uma perspectiva concreta de modernizações das técnicas de diagnóstico atualmente praticadas para monitoração de equipamentos e instalações elétricas.
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